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Pemanfaatan Deep Learning pada Video Dash Cam untuk
Deteksi Pengendara Sepeda Motor

Stephen Ekaputra Limantoro®, Yosi Kristian?, Devi Dwi Purwanto®

Abstract—The number of motorcyclists in Indonesia was
105.15 million in 2016. It made the Indonesian government
difficult to monitor motorcyclists on the highways. Dash cam
could be used as the alternative tool to detect motorcyclists when
given the intelligence. One of the typical drawbacks in detecting
objects is complex and varied feature. A convolutional neural
networks (CNN) that was capable of detecting motorcyclists was
proposed. CNN successfully classified the ship object with f1-
score of 0.94. Sliding window and heat map were used in this
paper to search the localization and region of motorcyclists. Two
experiments had been done in this paper. The goal of this paper
was to set the best combination of CNN architecture and
parameter. The first experiment consisted of three trained
weights while the second experiment consisted of one trained
weight. Weight peformances against test data in experiment 1
and experiment 2 were measured using fl-score of 0.977, 0.988,
0.989, and 0.986, respectively. From the experimental results
using the sliding window, experiment 2 had a lower error rate to
predict motorcyclists than experiment 1 because the training
data on experiment 1 contained more and various images.

Intisari—Jumlah pengendara sepeda motor di Indonesia
mencapai 105,15 juta di tahun 2016. Hal itu membuat
pemerintah Indonesia mengalami kesulitan dalam memantau
pengendara sepeda motor di jalan raya. Dash cam dapat
digunakan sebagai alat alternatif untuk mendeteksi pengendara
sepeda motor jika diberi kecerdasan. Salah satu kendala umum
dalam mendeteksi objek adalah fitur yang kompleks dan
variatif. Makalah ini menggunakan metode convolutional neural
networks (CNN) yang mampu untuk mendeteksi pengendara
sepeda motor. Metode CNN berhasil mengklasifikasikan objek
kapal dengan fl-score 0,94. Sliding window dan heat map
digunakan dalam makalah ini untuk mencari area/region
pengendara sepeda motor. Dua eksperimen dilakukan dalam
makalah ini. Tujuan dari makalah ini adalah mencari kombinasi
arsitektur dan parameter CNN yang terbaik. Eksperimen
pertama terdiri atas tiga bobot yang sudah dilatih sedangkan
eksperimen kedua mengandung satu bobot yang sudah dilatih.
Kinerja bobot terhadap data pengujian pada eksperimen 1 dan
eksperimen 2 diukur melalui fl-score masing-masing 0,977,
0,988, 0,989, dan 0,986. Dari hasil percobaan menggunakan
sliding window, eksperimen 2 memiliki tingkat error yang lebih
rendah untuk memprediksi pengendara sepeda motor
dibandingkan dengan eksperimen 1 karena data pelatihan pada
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eksperimen 1 lebih banyak jumlahnya dan mengandung citra
yang lebih variatif.

Kata Kunci—Deteksi, Convolutional Neural Networks (CNN),
Sepeda Motor, Deep Learning, Computer Vision.

|. PENDAHULUAN

Teknologi informasi banyak digunakan manusia untuk
mempermudah dan mempercepat pekerjaan manusia. Salah
satu teknologi yang digunakan di dalam mobil adalah dash
cam. Dash cam hanya digunakan untuk merekam video saja
sehingga dash cam perlu diberi kecerdasan untuk mendeteksi
objek. Deteksi kendaraan merupakan hal yang sangat penting
untuk mengawasi lalu lintas [1], [2]. Jumlah pengendara
sepeda motor di Indonesia meningkat 8,3% pada tahun 2015
dan mencapai 105,15 juta unit di tahun 2016 berdasarkan
Badan Pusat Statistik Indonesia [3]. Banyaknya pengendara
sepeda motor membuat pemerintah Indonesia mengalami
kesulitan untuk memantau pengendara sepeda motor yang ada
di jalan raya. Pemanfaatan makalah ini adalah untuk
mendukung terbentuknya self driving car. Oleh sebab itu,
teknologi deteksi pengendara sepeda motor diperlukan untuk
membantu pemerintah Indonesia dalam pengawasan mobil
menggunakan dash cam terhadap pengendara sepeda motor.
Pada makalah ini, pengendara sepeda motor yang dimaksud
adalah sepeda motor beserta pengendaranya.

Salah satu masalah utama dalam deteksi pengendara sepeda
motor adalah proses klasifikasi yang melibatkan citra yang
kompleks dan variatif, contohnya rumah, pejalan kaki, pohon,
mobil, dan sebagainya. Semakin banyak jumlah objek dan
variasinya membuat citra susah diprediksi [4], [5].
Convolutional neural networks (CNN) digunakan karena
dapat menangani masalah yang kompleks tersebut dan
memiliki kinerja yang baik dari hasil penelitian terkait [6].
Deep learning dibagi menjadi pembelajaran yang terawasi,
pembelajaran yang tidak terawasi, dan reinforcement learning
[71. Proses klasifikasi pada makalah ini termasuk dalam
pembelajaran yang terawasi, yaitu proses pembelajaran mesin
yang memerlukan kelas/label [8].

CNN merupakan variasi dari jaringan saraf tiruan yang
memiliki bobot dan beberapa lapisan tersembunyi yang
disusun menjadi arsitektur [9]. Arsitektur CNN dibagi menjadi
tiga bagian, yaitu lapisan konvolusional, fungsi aktivasi (Relu),
dan lapisan max pooling [10]. Lapisan konvolusional berperan
sebagai penghubung dengan lapisan setelahnya yang
mengubah data masukan menjadi peta fitur yang sudah
dikonvolusi dengan filter [11]. Fungsi aktivasi membedakan
antar kelas dan melakukan transformasi nonlinier dari nilai
masukan untuk menghasilkan keluaran. Lapisan max pooling
mengurangi dimensi dari peta fitur dengan cara memilih
angka piksel terbesar dari angka piksel tetangganya untuk
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dijadikan keluaran [12]. Selain itu, dropout perlu ditambahkan
dalam arsitektur CNN untuk mencegah overfitting [6], [13].

Pada makalah ini, CNN digunakan untuk deteksi
pengendara sepeda motor dari video dash cam yang beresolusi
1080 HD. Dash cam ditempelkan pada dashboard mobil dan
merekam video di jalan raya Surabaya. Pengambilan citra
pengendara sepeda motor dilakukan pada saat posisi
pengendara sepeda motor tegak lurus ke depan dan pada saat
cerah/siang hari. Makalah ini merupakan pengembangan dari
penelitian sebelumnya [14].

Kontribusi dari makalah ini dapat dijabarkan sebagai
berikut.
1. CNN, sliding window, dan heat map digunakan untuk

mendeteksi pengendara sepeda motor pada video dash cam.

2. Dua eksperimen dilakukan dengan membandingkan dua
jenis data set untuk mengetahui hasil kinerja detektor
pengendara sepeda motor yang terbaik.

3. Data set diambil dari potongan video dash cam beresolusi
1080 HD yang berjumlah total 4.351 buah.

Makalah ini dibagi menjadi lima bagian. Bagian pertama
berisi tentang pendahuluan. Pada bagian kedua, penelitian
terkait dibahas. Bagian ketiga menjelaskan mengenai
metodologi. Bagian keempat adalah hasil eksperimen dan
pembahasan dari bagian ketiga. Kesimpulan dan saran dibahas
di dalam bagian kelima.

Il. KLASIFIKASI MENGGUNAKAN CNN

CNN banyak digunakan untuk klasifikasi karena tingkat
kesuksesannya yang besar. Dalam sebuah penelitian,
klasifikasi kapal pada citra TerraSar-X berhasil mencapai f1-
score 0,94 [15]. Kinerja CNN akan bertambah baik jika
masukan data mempunyai lebih banyak variasi. Proses
pelatihan menggunakan ukuran batch 32 dan jumlah epoch

menggunakan early stopping untuk mencari hasil yang terbaik.

Dalam sebuah artikel, tiga jenis arsitektur CNN
dibandingkan, vyaitu kecil, sedang, dan besar untuk
mengklasifikasikan kerusakan rel kereta api [11]. Dari hasil
perbandingan tersebut, arsitektur CNN besar memiliki kinerja
yang lebih baik dibandingkan dengan arsitektur CNN kecil
dan sedang dengan akurasi 92%. Data set yang digunakan
berjumlah 22.408 dengan colorspace grayscale diambil dari
rekaman kamera di atas rel kereta. Proses pelatihannya
menggunakan parameter learning rate 0,01 dan decay 0,0001
serta epoch sebesar 40. Dalam eksperimennya, penggunaan
fungsi aktivasi relu memiliki kinerja yang lebih baik
dibandingkan penggunaan fungsi aktivasi tanh.

Hasil penelitian AlexNet memenangi kompetisi ILSVRC
2010 dan ILSVRC 2012 dengan tingkat error terendah 15,3%
[6]. Sebanyak 1,2 juta data citra dengan 1.000 kelas dikoleksi
dari situs web dan diberi label oleh manusia menggunakan
Amazon's Mechanical Turk crowd-sourcing tool. Arsitektur
CNN yang digunakan terdiri atas lima lapisan konvolusional,
lima fungsi aktivasi relu, dua lapisan max pooling, dan tiga
lapisan fully-connected. Proses pelatihan menggunakan
stochastic gradient descent dengan parameter ukuran batch
128, learning rate 0,01, momentum 0,9, dan decay 0,0005.

Proses deteksi objek memerlukan teknik lokalisasi untuk
menemukan area objek. Salah satu cara yang umum
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digunakan adalah sliding window [16]. Sliding window adalah
window yang bergeser untuk memprediksi dan mencari area
objek yang benar [17]. Dalam sebuah tesis, hasil pergeseran
sliding window vyang terbaik adalah 25% [9]. Namun,
penggunaan sliding window akan memunculkan masalah lain
ketika satu objek yang sama diprediksi lebih dari satu Kkali
sehingga banyak kotak negatif yang muncul [17]. Dalam
penelitian sebelumnya, non-maximum suppression (NMS)
digunakan untuk mengurangi kotak negatif dengan nilai
threshold tertentu [18], [19]. Selain NMS, heat map juga
dapat digunakan untuk membuang kotak negatif dengan nilai
threshold tertentu [20], [21].

Uraian di atas melatarbelakangi pembuatan aplikasi
menggunakan metode CNN dan sliding window untuk deteksi
pengendara sepeda motor.

I1l. METODOLOGI

Bahasa pemrograman yang digunakan dalam metode ini
adalah Python wuntuk versi Windows. Proses pelatihan
dilakukan menggunakan library Keras [22].

Input Video
: Preprocessing E Pelatihan
Ekstraksi Frame Klasifikasi
+ dengan CNN
Crop (Skala 1:2) *
+ Bobot
Label (Motor/Bukan) *
v Sliding Window +
] Heat Map

... -

Konversi menjadi Video

v

Deteksi
Pengendara
Sepeda
Motor

Gbr. 1 Metode deteksi pengendara sepeda motor menggunakan CNN.

Diagram blok metode deteksi pengendara sepeda motor
diperlihatkan pada Gbr. 1. Metode deteksi pengendara sepeda
motor dibagi menjadi tiga bagian utama, yaitu preprocessing,
pelatihan, dan sliding window. Detail proses dari metode
tersebut adalah sebagai berikut.

1. Video diekstrak menjadi banyak citra.

2. Cropping dilakukan terhadap bagian citra pengendara
sepeda motor dan bukan pengendara sepeda motor dengan
skala 1:2, lalu colorspace citra diubah menjadi RGB.

3. Potongan citra diberi label/kelas (pengendara sepeda
motor dan bukan pengendara sepeda motor).

4. Hasil potongan citra yang sudah diberi label diubah
ukurannya menjadi 200x400 piksel.
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5. Data citra yang sudah terkumpul dilatih dengan CNN

menghasilkan bobot. Proses pelatihan menggunakan CPU.

6. Bobot digunakan untuk mendeteksi pengendara sepeda
motor dari video pengujian menggunakan sliding window
dan heat map.

7. Semua citra hasil sliding window dan heat map dikonversi
menjadi video dengan format .mp4.

A. Data set

Pada Tabel I, dua eksperimen dilakukan dalam pembagian
data set. Pada eksperimen pertama, data set dengan ukuran
200x400 piksel disalin menjadi dua data set dan masing-
masing dijadikan ukuran 100x200 piksel dan 150x300 piksel.
Setiap data set dengan ukuran yang berbeda dilatih sehingga
menghasilkan tiga bobot. Pada eksperimen kedua, data set
dari eksperimen pertama disalin lalu dicampur menjadi satu
data set dan semua data diubah ukurannya menjadi 200x400
piksel sehingga menghasilkan beberapa data yang blur
(100x200 piksel dan 150x300 piksel menjadi 200x400 piksel)
dan yang tidak blur (200x400 piksel menjadi 200x400 piksel).
Eksperimen kedua dilatih menghasilkan satu bobot dan harus
menggunakan memori RAM di atas 8 Gigabyte karena proses
pelatihan terhenti ketika memori tidak cukup untuk melatih
data dengan jumlah di atas 5.000.

TABEL |
PEMBAGIAN DATA SET

_ Ukuran Jumlah Data
Eksperimen (piksel) Pelatihan | Validasi p .
p (80%) (20%) engujian
Eksperimen 1 | 100x200 2.680 671 1.000
150x300 2.680 671 1.000
200x400 2.680 671 1.000
Eksperimen 2 | 200x400 8.042 2.011 1.000

Eksperimen 1
Data Training Data Validasi [BataTssiing

80% 20%

| 3351

Eksperimen 2
Data Training Data Validasi [BetaTasiing

80% 20%
l 10053 |

Gbr. 2 Pembagian data set deteksi pengendara sepeda motor terhadap
eksperimen 1 dan eskperimen 2.

Pada Gbr. 2, data set terbagi menjadi tiga bagian, yaitu data
pelatihan/training, data validasi, dan data pengujian/testing.
Jumlah data pelatihan dan data validasi pada eksperimen
pertama adalah 3.351 (1.517 data berlabel pengendara sepeda
motor dan 1.834 data berlabel bukan pengendara sepeda
motor). Di sisi lain, jumlah data pelatihan dan data validasi
pada eksperimen kedua adalah 10.053 (4.551 data berlabel
pengendara sepeda motor dan 5.502 data berlabel bukan
pengendara sepeda motor). Untuk masing-masing eksperimen,
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80% data digunakan sebagai data pelatihan dan 20%
digunakan sebagai data validasi, serta 1.000 data untuk data
pengujian. Data pengujian berisi 500 citra pengendara sepeda
motor dan 500 citra bukan pengendara sepeda motor. Sampel
data citra yang berlabel pengendara sepeda motor dan bukan
pengendara sepeda motor ditunjukkan pada Gbr. 3. Data set
dapat diunduh di situs web http://www.datasets.stts.edu/imcd.

/. J ¢ s NS
r ’ S
. o y

Pengendara
Sepeda
Motor

Bukan
Pengendara
Sepeda
Motor

Gbr. 3 Sampel data citra berlabel pengendara sepeda motor dan bukan
pengendara sepeda motor.

CNN hanya dapat mengekstrak fitur yang ukurannya sama
[23]. Oleh karena itu, data set eksperimen 1 dan eksperimen 2
memiliki banyak variasi ukuran dengan tujuan untuk
mendeteksi pengendara sepeda motor pada ukuran yang
bervariatif.

B. Parameter

Pada makalah ini, Stochastic Gradient Descent (SGD)
digunakan untuk proses pelatihan yang bertujuan untuk
meminimalkan error dan memperbarui bobot dengan nilai
parameter learning rate sebesar 0,01, decay 5x10* dan
momentum 0,9. Parameter tersebut digunakan untuk
mengurangi error pelatihan. Sebagian besar nilai parameter
dan metode pelatihan mengikuti artikel AlexNet [6].

Vi, =0,9.v; —0.0005 .e.w; — e'<2\|/_v> D, 1)

Wiy =W +Viy

Pada (1), i adalah indeks, v adalah momentum, e adalah

learning rate, dan <%>Di adalah turunan yang berfungsi

untuk memperbarui bobot w.

C. Arsitektur CNN

Arsitektur CNN pada eksperimen 1 dan eksperimen 2
mengikuti arsitektur CNN-MR karena memiliki hasil yang
baik dalam mengklasifikasikan objek [15]. Proses pelatihan
menggunakan 40 epoch karena pada saat melakukan
percobaan menggunakan 100 epoch, bobot dengan fl-score
terhadap proses validasi terbaik berhenti di epoch ke-26.
Ukuran batch yang digunakan untuk eksperimen 1 adalah 32,
sedangkan ukuran batch pada eksperimen 2 adalah 64 supaya
waktu pelatihan lebih singkat dan efisien.
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Lapisan Konvo 2
Lapisan Konvo 1

D. Evaluasi Model

Dalam Kklasifikasi, bobot yang sudah dilatih perlu diuji
kinerjanya. Kinerja bobot dapat diuji dengan cara menghitung
fl-score [24]. Fl-score merupakan alat ukur yang
mengombinasikan nilai precision dan recall. Precision
merupakan alat ukur untuk mengukur presisi atau ketepatan
sasaran, sedangkan recall merupakan alat ukur yang
mengukur jangkauan.
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FC1 FC3

Lapisan Konvo 4 ¢
Lapisan Konvo 3

Motor
Bukan
Max Pool 1 Max Pool 2 Max Pool 3 Max Pool 4 Motor
200x400
Gbr. 4 Contoh arsitektur CNN terhadap data 200x400.
Pada Tabel I, fungsi aktivasi Relu ditambahkan untuk
. - - TP 2
mempercepat proses belajar pada proses pelatihan [6]. precision = (————) )
Dropout juga ditambahkan dengan nilai 0,5 untuk mencegah TP+FP
overfitting [6], [13]. Arsitektur CNN terdiri atas empat lapisan " TP 3)
konvolusional yang ditambahkan dengan relu dan empat recall = (TP+ FN)
lapisan max pooling. Dua lapisan fully connected ditambahkan o
de_ngaq sigmoid _dan dropout serta softmax di bagian akhir. F1—score = 2x( prec_ls_lonxrecall (4)
Visualisasi  arsitektur CNN  terhadap data 200x400 precision + recall
ditunjukkan pada Gbr. 4. . . . .
Penjelasan lebih detail terhadap (2) sampai (4) dalam
A NN DTABEL L' s " deteksi pengendara sepeda motor ini adalah sebagai berikut.
RSITEKTUR UNTUK DETEKSI PENGENDARA SEPEDA MOTOR . TP: jumlah pengendara sepeda motor yang diprediksi
Arsitektur CNN Eksperimen 1 & Eksperimen 2 sebagai pengendara sepeda motor. o
Lapisan konvolusional 1 + @16 filter e FP: jumlah pengendara sepeda motor yang diprediksi
relu 5x5 sebagai bukan pengendara sepeda motor.
Lapisan max pooling 1 2x2 « FN: jumlah bukan pengendara sepeda motor yang
Lapisan konvolusional 2 + @32 filter diprediksi sebagai pengendara sepeda motor.
relu 5x5 e :
Lapisan max pooling 2 > 2 E. Sliding er_jow dan Heat Map? _ _ o
- - - Pada eksperimen pertama, sliding window memprediksi
Lapisan konvolusional 3 + @64 filter . . .
relu 6x6 objek menggunakan tiga bobot yang berukuran masing-
Lapisan max pooling 3 2% 2 masing 100x200 piksel, 150x300 piksel, dan 200x400 piksel.
- - - Jarak pergeseran window dibuat 25% dari ukuran lebar
Lapisan konvolusional 4 + @128 filter . - . . o
relu 8x8 window, menjadi masing-masing 25, 38, dan 50 [9]. Nilai
Lapisan max pooling 4 2% 2 threshold heat map pada eksperimen ini bernilai 1 sehingga
Lapisan fully connected 1 64 parameter sebuah lokasi perlu diprediksi dua kali di tempat yang sama
- untuk menghasilkan bounding box. Bounding box tersebut
Sigmoid . merupakan lokasi final pengendara sepeda motor. Sliding
Dropout 05 window dengan ukuran 150x300 piksel diperlihatkan pada
Lapisan fully connected 2 2 parameter Gbr. 5.
Softmax N Eksperimen kedua memiliki kesamaan dengan eksperimen

pertama. Perbedaannya adalah bobot yang digunakan hanya
satu dengan ukuran window 200x400 piksel seperti yang
sudah dibahas pada Tabel I. Dengan satu bobot, objek
diprediksi dengan window yang berukuran 100x200 piksel,
150x300 piksel, dan 200x400 piksel. Sebagai contoh, area
objek dalam window yang ukuran 100x200 piksel dijadikan
ukuran 200x400 piksel karena menyesuaikan dengan ukuran
bobot 200x400 piksel pada saat prediksi. Namun, area objek
yang dibesarkan akan menjadi blur. Oleh karena itu, data yang
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blur (data dari ukuran 100x200 piksel dan 150x300 piksel
menjadi 200x400 piksel) perlu dilatih agar data lebih variatif
seperti yang sudah dibahas pada subbagian data set.

Pada ukuran window 200x400 piksel, sliding window
bergeser dari tinggi 550 piksel sampai 680 piksel. Pada ukuran
window 150x300 piksel, sliding window bergeser dari tinggi
650 piksel sampai 726 piksel. Pada ukuran window 100x200
piksel, sliding window bergeser dari tinggi 620 piksel sampai
695 piksel.

Gbr. 5 Sliding window dengan ukuran 150x300 piksel.

Pada Gbr. 6, salah satu batasan dalam makalah ini adalah
pendeteksian pengendara sepeda motor bekerja ketika roda
atau bagian dari pengendara sepeda motor menyentuh area
bewarna hijau atau berada di area bewarna hijau. Area
bewarna hijau terletak 200 piksel dari bawah frame.

- 3

Gbr. 6 Batasan deteksi pengendara sepeda motor.

IV. HASIL EKSPERIMEN DAN PEMBAHASAN

Hasil pelatihan terhadap eksperimen 1 dan eksperimen 2
ditampilkan melalui Gbr. 7. Pada masa pelatihan, bobot setiap
epoch disimpan dan dipilih fl-score validasi yang tertinggi
dan error yang terendah. Setelah itu, bobot yang sudah dipilih
digunakan untuk memprediksi data pengujian. Pada Gbr. 7,
penggunaan fungsi aktivasi relu mempercepat proses belajar
karena kenaikan fl-score validasi dan penurunan error yang
tajam di sebelum epoch ke-10 sesuai dengan penelitian
sebelumnya [6]. Gbr. 7(d) menunjukkan kinerja yang lebih
cepat dibandingkan dengan Gbr. 7(a), Gbr. 7(b), dan Gbr. 7(c)
karena memiliki data pelatihan yang lebih banyak dan lebih
variatif (mengandung data citra blur).

Stephen Ekaputra Limantoro: Pemanfaatan Deep Learning pada ...

Error VS F1-Score Error VS F1-Score
1.0 — wss — 10f—os—1 - -
e F1-score =1 F1-score
08 08
\
06 0.6
04 04
0.2 0.2
Loss Loss
0.0 0.0
0 10 20 30 40 ) 10 20 30 40
Jumlah lterasi Jumlah lterasi
(a) 100x200 (b) 150x300
Error VS F1-Score Error VS F1-Score
1.0 — lbss = 1071 — loss
o F1-score o F1-score
0.8 0.8
| \
0.6 0.6
0.4 04
0.2 0.2
Loss Loss
0.0 0.0
0 10 20 30 40 0 10 20 30 40

Jumlah lterasi Jumlah lterasi

(c) 200x400 (d) 200x400

Gbr. 7 Grafik error dan fl-score terhadap ukuran, (a) 100x200 piksel pada
eksperimen 1, (b) 150x300 piksel pada eksperimen 1, (c) 200x400
piksel pada eksperimen 1, (d) 200x400 piksel pada eksperimen 2.

Hasil kinerja bobot terhadap data validasi disajikan pada
Tabel I1l. Tampak bahwa waktu pelatihan terlama dihasilkan
oleh eksperimen 2 dengan waktu 51.422,9 detik karena waktu
pelatihan dipengaruhi oleh besarnya ukuran data dan
banyaknya jumlah data. Setelah mengetahui kinerja bobot
terhadap data validasi, data pengujian diprediksi dengan bobot
yang sudah ada. Pengujian data tersebut menghasilkan F1-
score yang merupakan ukuran Kinerja bobot untuk
memprediksi data baru/pengujian. Rata-rata F1-score
pengujian pada Tabel 1V adalah 0,985. Nilai tersebut lebih
baik dibandingkan dengan F1-score CNN-MR dengan F1-
score 0,94 [15]. Kinerja bobot terhadap data pengujian
ditunjukkan pada Tabel V.

Satu video yang berdurasi 10 detik dengan kecepatan 10 fps
digunakan untuk menguji coba bobot yang sudah terlatih
menggunakan sliding window dan heat map. Sliding window
bekerja dengan cara memprediksi daerah yang merupakan
pengendara sepeda motor.

Proses deteksi pengendara sepeda motor terhadap
eksperimen 1 dapat dilihat pada Gbr. 8. Pada eksperimen 1,
total waktu yang dibutuhkan untuk menjalankan sliding
window adalah 4.330 detik. Daerah yang terdeteksi sepeda
motor disimpan dalam folder A. Dalam folder A, 805 citra
terdeteksi sebagai pengendara sepeda motor. Pengecekan
manual dilakukan dan ditemukan bahwa 55 dari 805 citra
(6,83%) bukan merupakan citra pengendara sepeda motor.

Proses deteksi pengendara sepeda motor terhadap
eksperimen 2 dapat dilihat pada Gbr. 9. Pada eksperimen 2,
sliding window bekerja selama 6.343 detik. Daerah yang
terdeteksi sepeda motor disimpan dalam folder B. Dalam
folder B, 724 citra terdeteksi sebagai pengendara sepeda
motor. Setelah itu, pengecekan manual dilakukan dan
ditemukan bahwa 31 dari 724 citra (4,28%) bukan merupakan
citra pengendara sepeda motor.
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TABEL Il
KINERJA BOBOT TERHADAP DATA VALIDASI
Eksperimen Ukuran Bobot Terbaik Loss F1-Score Waktu Pelatihan
P (piksel) (epoch) Validasi (detik)
1 100x200 36 0,0017 1,0 4.288,16
150x300 36 0,0015 1,0 9.603,86
200x400 40 0,0010 1,0 16.667
2 200x400 29 0,0016 0,999 51.422,9
TABEL IV
KINERJA BOBOT TERHADAP DATA PENGUJIAN
Eksperimen Ukuran TP Fp FN ™ Precision Recall F1-Score
(piksel) Pengujian
1 100x200 481 19 4 496 0,962 0,992 0,977
150x300 491 9 3 497 0,982 0,994 0,988
200x400 494 6 4 496 0,988 0,992 0,989
2 200x400 492 8 6 494 0,984 0,988 0,986

Heatmap

Deteksi

Gbr. 9 Proses deteksi pengendara sepeda motor pada eksperimen 2.

V. KESIMPULAN DAN SARAN

A. Kesimpulan

Berdasarkan hasil eksperimen, deteksi pengendara sepeda
motor dengan menggunakan CNN mampu menangani fitur
yang kompleks dan variatif. Proses pelatihan sebagian besar
menggunakan arsitektur dan parameter dari penelitian
sebelumnya. Pelatihan bobot terhadap data validasi pada
eksperimen 1 dan eksperimen 2 menghasilkan fl-score
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masing-masing 1, 1, 1, dan 0,999. Waktu pelatihan bobot
terhadap data dengan ukuran yang besar jauh lebih lama
dibandingkan dengan ukuran data yang lebih kecil. Selain itu,
fungsi aktivasi relu mampu mempercepat pelatihan dari epoch
pertama sampai epoch ke-10. Kinerja bobot terhadap data
pengujian pada eksperimen 1 dan eksperimen 2 menghasilkan
f1-score masing-masing 0,977, 0,988, 0,989, dan 0,986.
Sliding window dan heat map mampu mendeteksi lokasi
pengendara sepeda motor. Kecepatan sliding window pada
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eksperimen 1 jauh lebih cepat dibandingkan dengan kecepatan
sliding window pada eksperimen 2. Namun, eksperimen 2
memiliki tingkat error yang lebih rendah untuk memprediksi
pengendara sepeda motor dibandingkan dengan eksperimen 1.
Hal ini dikarenakan data pelatihan yang lebih banyak dan
mengandung citra blur serta citra tidak blur.

B. Saran

Pengembangan terhadap metode deteksi pengendara sepeda
motor ini dapat dilakukan dengan menambahkan jumlah
sampel data yang lebih variatif (mengandung citra yang blur
dan citra yang tidak blur) dan menggunakan colorspace selain
RGB.
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