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Abstract—EEG signals have a significant correlation to 

emotions when compared to other external appearances such as 

face and voice. Due to the low accuracy of emotional recognition 

through EEG signals, this study proposes a dimensional 

reduction method for EEG data to address that problem using 

Multiclass Fisher Discriminant Analysis (MC-FDA). In this 

study, the experiment was applied on public EEG dataset with 

three classes of emotions, namely positive, negative, and neutral.  

Differential entropy features were extracted from the 

decomposed EEG signals in five frequency band of the delta, 

theta, alpha, beta, and gamma. The accuracy of emotion 

recognition was measured using two prevalent classifiers on EEG 

identification, such as LDA and SVM. To demonstrate the 

superiority of the MC-FDA method, the PCA dimension 

reduction method was applied as a comparison. Classification 

accuracy results from all experiment scenario showed the 

advantages of the MC-FDA compared to the PCA. The best 

emotion classification accuracy was obtained from trials on all 

data from twelve electrodes using the MC-FDA and LDA 

methods, namely 93.3%. These results show a mean increase in 

accuracy of 3.5 points from the original feature vector dataset. 

 
Intisari—Sinyal EEG memiliki korelasi yang signifikan 

terhadap emosi bila dibandingkan dengan modalitas lainnya. 

Dikarenakan akurasi yang rendah pada pengenalan emosi 

melalui sinyal EEG, makalah ini mengusulkan metode reduksi 

dimensi pada sinyal EEG untuk menangani permasalahan 

tersebut menggunakan Multiclass Fisher Discriminant Analysis 

(MC-FDA). Dalam makalah ini, ujicoba diterapkan pada dataset 

publik dengan tiga kelas emosi, yaitu positif, negatif, dan netral. 

Metode ekstraksi ciri differential entropy diterapkan pada sinyal 

EEG yang telah didekomposisi ke dalam frekuensi delta, theta, 

alpha, beta, dan gamma. Akurasi pengenalan emosi diukur 

menggunakan dua metode klasifikasi ternama pada identifikasi 

EEG, yakni LDA dan SVM. Untuk menunjukkan keunggulan 

metode MC-FDA, metode reduksi dimensi PCA diterapkan 

sebagai pembanding. Hasil akurasi klasifikasi dari seluruh uji 

coba menunjukkan keunggulan MC-FDA dibanding PCA. 

Akurasi klasifikasi emosi terbaik diperoleh dari uji coba pada 

seluruh data dari dua belas elektrode dengan metode MC-FDA 

dan LDA, yakni 93,3%. Hasil tersebut menunjukkan rerata 

peningkatan akurasi sebesar 3,5 poin dari data ciri vektor 

semula. 

  

Kata Kunci- gelombang otak, reduksi dimensi, EEG, pengenalan 

emosi multikelas 

I. PENDAHULUAN 

Kondisi emosi diketahui memiliki korelasi dengan tingkat 
kekebalan tubuh manusia. Penelitian sebelumnya 
menunjukkan bahwa perubahan emosi memengaruhi sistem 
kekebalan tubuh [1]. Sistem kekebalan berubah sesuai dengan 
respons terhadap perubahan emosional, seperti marah, cemas, 
depresi, dan emosi positif (misalnya gembira, senang, 
optimis). Sebuah studi melaporkan bahwa faktor emosi negatif 
(misalnya depresi, stres) berakibat fatal pada individu yang 
memiliki riwayat penyakit kronis [2]. Emosi memainkan 
peran penting dalam mengatur sistem dalam tubuh yang 
memengaruhi kesehatan. Oleh sebab itu, pengenalan emosi 
diperlukan untuk mencegah timbulnya dampak buruk dari 
emosi negatif yang berlebihan bagi kesehatan. Dikarenakan 
emosi muncul secara tiba-tiba dan tidak terkontrol, maka 
diperlukan pengenalan emosi yang cepat serta akurat. 

Dalam bidang interaksi manusia-komputer, pengenalan 

emosi berkaitan dengan identifikasi emosi menggunakan 

berbagai modalitas. Sebagian besar studi pengenalan emosi 

menggunakan citra ekspresi wajah dan sinyal audio wicara 

manusia [3]. Akhir-akhir ini, banyak peneliti melakukan 

identifikasi emosi dari sinyal fisiologis, seperti 

electrocardiography (ECG), galvanic skin responses (GSR), 

tekanan pembuluh darah, dan electroencephalography (EEG). 

Di antara sinyal fisiologis lainnya, EEG memiliki korelasi 

yang signifikan terhadap emosi [4]. Hal ini terjadi karena 

sistem limbic yang terutama berpusat pada otak 

mengendalikan proses pengelolaan emosi [5]. Ini menjelaskan 

penyebab sinyal EEG pada otak dapat menjadi petunjuk dalam 

idenfikasi pengenalan emosi. 

Pada umumnya pengenalan emosi berbasis EEG mencakup 

empat tahapan utama yang meliputi pemrosesan awal sinyal 

EEG, ekstraksi ciri, pemilihan dan reduksi dimensi pada 

vektor ciri, serta klasifikasi emosi. Tahap praproses sinyal 

EEG bertujuan untuk menghapus artefak dan derau yang tidak 

diperlukan. Tahap ekstraksi ciri dilakukan untuk mengekstrak 

informasi dari data EEG yang berdimensi besar. Identifikasi 

ciri emosi dari sinyal EEG masih menjadi masalah yang 

belum terpecahkan [6]. Namun, penelitian terdahulu 
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menemukan bahwa ciri differential entropy yang diekstrak 

dari domain frekuensi terbukti dapat diandalkan dalam 

pengenalan emosi pada sinyal EEG [7]. Oleh karena itu, pada 

makalah ini ciri differential entropy diterapkan dalam tahap 

ekstraksi ciri.  
Hasil tahapan ekstraksi ciri adalah kumpulan vektor ciri 

dengan dimensi data yang besar. Hal ini berkaitan dengan 
jumlah elektrode EEG yang dilibatkan dalam identifikasi. 
Semakin banyak elektrode yang disertakan, semakin besar 
ukuran vektor ciri. Namun, jika elektrode yang dilibatkan 
dalam identifikasi sedikit akan berakibat pada kurangnya 
informasi EEG yang diperoleh. Untuk mengurangi ukuran 
dimensi vektor ciri, diusulkan metode untuk melakukan 
reduksi dimensi vektor ciri. Metode ini bertujuan untuk 
memproyeksikan data berdimensi tinggi ke dimensi yang 
lebih rendah, seperti 2D atau 3D. Di antara beberapa teknik 
dalam reduksi dimensi, metode Principal Component Analysis 
(PCA) digunakan pada sebagian besar kasus [8]–[10]. 
Terlepas dari popularitasnya, PCA memiliki keterbatasan 
dalam menangani dataset yang tidak bergantung pada nilai 
variansinya [11]. Selain itu, PCA merupakan teknik tanpa 
pengawasan (unsupervised) yang tidak memanfaatkan 
informasi label dari dataset. Untuk mengatasi kelemahan 
PCA, Fisher memperkenalkan Fisher Discriminant Analysis 
(FDA). Metode FDA mengeksploitasi informasi label dari 
dataset sementara melakukan proyeksi data. FDA mencari 
proyeksi yang berguna untuk tujuan diskriminasi [12]. Hal ini 
bertujuan untuk memperbesar jarak antar kelas dan 
mengurangi jarak di dalam kelas ketika membangun matriks 
bobot sebagai faktor diskriminan. Selain pengurangan 
dimensi, FDA dapat digunakan dalam masalah klasifikasi, 
yang dikenal sebagai linear discriminant analysis (LDA) [13]. 
LDA memprediksi kelas target dari sebuah contoh data sesuai 
dengan ciri diskriminan dari kelas dengan rata-rata vektor 
terdekat ke contoh data tersebut. 

Sebuah penelitian pengenalan emosi berbasis EEG 

mengusulkan versi nonlinear FDA yang disebut dengan kernel 

FDA sebagai metode reduksi dimensi [14]. Hasil penelitian 

tersebut menunjukkan bahwa kernel FDA dapat memberikan 

akurasi yang baik pada klasifikasi untuk dua kelas dimensi 

emosi, yakni arousal dan valence. Akan tetapi, teknik kernel 

FDA hanya dapat digunakan untuk klasifikasi dua kelas emosi 

saja. Oleh karena itu, metode multiclass FDA (MC-FDA) 

yang diterapkan, diharapkan mampu bekerja untuk klasifikasi 

multikelas. MC-FDA mengembangkan metode FDA dengan 

melakukan pencarian sejumlah proyeksi tertentu dengan 

informasi jumlah kelas maksimum yang dapat dipisahkan 

berdasarkan nilai vektor eigen dan dekomposisi nilai eigen. 

Oleh sebab itu, tujuan yang hendak dicapai dari makalah ini 

adalah peningkatan akurasi pengenalan emosi dari sinyal EEG 

dengan menggunakan teknik reduksi dimensi MC-FDA 

dengan target kelas emosi lebih dari dua.  

II. DATA DAN METODE 

Dalam penelitian ini, diusulkan metode reduksi dimensi 

untuk meningkatkan akurasi pengenalan emosi pada sinyal 

EEG. Metodologi keseluruhan yang diusulkan dalam studi ini 

meliputi: praproses sinyal EEG, ekstraksi ciri, reduksi 

dimensi, dan klasifikasi emosi, seperti pada Gbr. 1. 

 

Gbr. 1 Metode pengenalan emosi pada sinyal EEG. 

A. Dataset Publik 

Dataset publik EEG dari SEED terdiri atas 675 rekaman 

sinyal EEG [7], [15]. Dataset diambil dari lima belas peserta 

yang dilakukan dalam tiga sesi percobaan. Semua peserta 

adalah mahasiswa pada universitas di Cina yang dilaporkan 

sendiri dalam kondisi memiliki pendengaran dan penglihatan 

yang baik secara umum. Selang waktu antar sesi lebih atau 

kurang dari tujuh hari. Dalam setiap sesi, peserta direkam saat 

menonton lima belas klip film terstimulasi. Klip film 

mencakup emosi positif, negatif, dan netral dengan durasi 4 

menit untuk setiap klip. Setelah menonton klip video yang 

distimulasi, masing-masing peserta diberi kuesioner untuk 

melaporkan tanggapan emosi masing-masing peserta  setelah 

melihat setiap klip film. Sinyal EEG dalam dataset ini 

diperoleh menggunakan 62-elektrode (berdasar sistem 

internasional 10-20) ESI NeuroScan System. Pada sinyal awal 

EEG dilakukan proses sub-sampling dengan frekuensi 200 Hz. 

B. Praproses Sinyal EEG 

Langkah-langkah praproses diperlukan untuk menghilang-

kan derau yang terkandung dalam sinyal EEG mentah. Ini 

termasuk penghapusan kedipan mata, pemilihan elektrode, 

dan dekomposisi kanal frekuensi. Dalam dataset SEED, 

gangguan kedipan mata dihilangkan menggunakan filter 

bandpass antara frekuensi 0,5 Hz hingga 70 Hz. Pemilihan 

elektrode pada studi ini menggunakan rekomendasi dua belas 

elektrode dari pekerjaan [7]. Pada dasarnya sinyal EEG adalah 

kombinasi dari lima kanal frekuensi utama, yaitu delta, 

gamma, beta, alfa, dan theta. Dalam studi ini, sinyal EEG 

diuraikan ke dalam lima frekuensi (yaitu, gamma 31-45 Hz, 

beta 14-30 Hz, alfa 8-13 Hz, theta 4-7 Hz, dan delta 1-3 Hz). 

Filter bandpass yang diterapkan menggunakan Short-Time 

Fourier Transform (STFT) dengan 256-titik dan jendela 

Hanning yang tidak tumpang tindih untuk memecah sinyal 

EEG kedalam lima kanal frekuensi tersebut. 

C. Ekstraksi Ciri dengan Differential Entropy  

Berbagai ciri telah diusulkan sebagai ciri dari emosi pada 

sinyal EEG. Studi ulasan yang dilakukan tentang metode 

ekstraksi ciri pada pengenalan emosi melalui sinyal EEG 

membahas tiga domain ciri ekstraksi yang seringkali 

digunakan, yakni domain waktu, frekuensi, dan waktu-

frekuensi [16]. Ciri yang paling sering digunakan pada 

domain frekuensi adalah ciri daya (power) yang dihitung 

menggunakan algoritme Fast Fourier Transform (FFT), 

algoritme STFT, dan pendekatan Power Spectral Density 

(PSD) untuk sinyal nonstasioner [17]. Sedangkan ekstraksi 
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pada domain ciri waktu-frekuensi umum menggunakan 

algoritme Discrete Wavelet Transform (DWT) yang seringkali 

diterapkan untuk keperluan analisis pada sinyal fisiologis [18]. 

Pada pekerjaan sebelumnya pada dataset SEED, ciri 

differential entropy digunakan sebagai ciri utama dalam 

pengenalan emosi. Ciri ini pertama kali diusulkan pada 

pengenalan emosi berbasis EEG [19]. Ciri differential entropy 

memperluas gagasan dari Shannon entropy yang digunakan 

untuk mengukur kompleksitas variabel acak yang kontinu. 

Differential entropy didefinisikan sebagai (1). 

 ( )

  ∫
 

√    
 
 
(   ) 

      (
 

√    
 
 
(   ) 

   )  
 

  

  

 
 

 
    (     ). 

(1) 

Rangkaian data X memenuhi distribusi Gauss N (µ, σ2). 

Telah terbukti bahwa untuk segmen EEG yang tetap, nilai 

differential entropy setara dengan rerata spektrum energi pada 

kanal frekuensi tertentu. Selanjutnya untuk ekstraksi ciri, di 

hitung nilai differential entropy dari lima hasil dekomposisi 

kanal frekuensi yang telah dilakukan di tahap praproses sinyal 

EEG.  

D. Principal Component Analysis (PCA) 

PCA merupakan metode terkemuka dalam reduksi dimensi 

serta untuk masalah pemilihan ciri. PCA bekerja berdasarkan 

metode statistik yang menggunakan teknik proyeksi untuk 

mengurangi jumlah atribut dalam dataset [20]. Pada PCA, 

atribut yang sangat berkorelasi diakumulasi bersama untuk 

membentuk kelompok baru vektor ciri yang diperkecil. PCA 

memproyeksikan seluruh rangkaian data dengan mengabaikan 

informasi label kelas ke dalam subruang yang berbeda. PCA 

melakukan dekomposisi vektor tunggal pada matriks 

covariance untuk mendapatkan nilai eigen dan vektor eigen. 

Akibatnya, matriks linear w yang sesuai dengan matriks 

proyeksi dari vektor eigen terpilih digunakan untuk mengubah 

ciri asli f ke ciri yang dikurangi k, dengan jumlah k biasanya 

lebih sedikit dari f. Vektor ciri yang berkurang,  yi   
 , 

ditentukan oleh (2). 

    
                  (2) 

dengan xi adalah turunan dari vektor ke-i dalam dataset EEG, 

yang mewakili setiap rekaman EEG dan W adalah kolom yang 

berisi nilai eigen ei yang diperoleh dengan menghitung nilai 

eigen dan vektor eigen dari matriks covariance. Komponen 

utama terbaik yang memisahkan dataset terbaik adalah 

berdasarkan k nilai eigen terbesar dalam urutan menurun. 

Vektor-vektor eigen k yang berhubungan dengan nilai-nilai 

eigen terbesar dipilih untuk membangun matriks bobot W. 

Selanjutnya, dataset awal x ditransformasikan ke dalam ciri-

ciri dimensi k subruang y melalui W. Asumsi utama metode 

PCA adalah dimensi-dimensi yang menyatakan perbedaan 

paling signifikan dari titik data yang paling berguna [11]. 

Namun, asumsi tersebut tidak berlaku umum pada semua 

kasus.  

E. Multiclass Fisher Discriminant Analysis (MC-FDA) 

Cara kerja metode MC-FDA bermula dari metode FDA. 

Metode MC-FDA mencari vektor proyeksi terbaik yang 

memisahkan antara kelas dengan baik. Ide dasarnya adalah 

dengan mengeskalasi fungsi yang merepresentasikan 

perbedaan antara rerata pada masing-masing kelas, dilakukan 

dengan mengukur sebaran data di antarkelas dan dalam kelas 

[12]. Untuk klasifikasi kasus multikelas, dilakukan pencarian 

untuk proyeksi sejumlah c kelas dikurangi satu, (   ), 
melalui proyeksi vektor matriks wi. Oleh karena itu, proyeksi 

ke dimensi yang lebih rendah ditentukan oleh      
   

sebagai hasil dari satu kumpulan sampel data terdekat ke kelas 

yang sama berkaitan dengan matriks sebaran. MC-FDA 

ditentukan sebagai operasi linear dari    yang bertujuan 

memperbesar jarak antarfungsi kriteria berikut. 

 ( )   
      

      
 . (3) 

Untuk mencari proyeksi optimal,   , ditetpakan nilai  ( ) 
sebagai fungsi eksplisit dari matriks bobot w. Matriks sebaran 

digunakan untuk mengukur persebaran dalam vektor ciri x. 

Sebuah matriks sebaran dapat dihitung sebagai berikut.  

   ∑ (    ̅)(    ̅)
  

     (4) 

   ∑ ∑ (     )(     )
  

      (5) 

dengan  ̅ merupakan rerata global dari keseluran data, 

sementara    merupakan rerata untuk masing-masing kelas c, 

   adalah matriks sebaran antarkelas, dan    adalah matriks 

sebaran dalam kelas. Pada metode MC-FDA yang digunakan, 

ditetapkan parameter tambahan, r, (parameter ridge) dengan 

nilai tertentu, yakni 1e-6, untuk ditambahkan pada kumpulan 

matriks diagonal,   . Untuk menyelesaikan masalah 

optimalisasi nilai maksimum, nilai eigen untuk setiap kolom 

pada matriks bobot w digunakan sebagai pemecahan. Pada 

kolom dalam matriks w diwakili oleh nilai vetor eigen yang 

optimal berdasar nilai eigen terbesar. Matriks bobot w 

dihitung menggunakan kalkulasi berikut [21]. 

                    
    

   (6) 

dengan      
    

    
    

, diperoleh dari vektor eigen. 

Kumpulan ciri yang telah direduksi didapatkan dari trans-

formasi data awal ke dalam subruang baru melalui perkalian 

dengan matriks bobot w.  

F. Metode Klasifikasi Emosi 

Metode klasifikasi yang seringkali digunakan pada 

identifikasi dan pengenalan emosi melalui sinyal EEG adalah 

SVM [22]–[24] dan LDA [23]. Oleh karena itu, dalam 

makalah ini, diterapkan algoritme SVM dan LDA untuk 

tujuan klasifikasi kelas emosi ke dalam tiga kondisi, yakni 

positif, negatif, dan netral. 

1) Linear Discriminant Analysis (LDA): Metode LDA 
mengasumsikan bahwa data di setiap kelas memiliki distribusi 
normal yang berbeda, dengan matriks covariance yang sama 
untuk semua kelas. Analisis diskriminan menggunakan garis 
hyperplane untuk memisahkan data antarkelas. Hyperplane 
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merupakan jarak antara pusat klaster dengan data. Garis 
hyperplane tersebut digunakan untuk menentukan contoh data 
ke dalam target kelas yang tepat. Lebih dari satu hyperplane 
digunakan untuk memisahkan masalah klasifikasi dengan N 
kelas (N > 2). LDA menggunakan jenis diskriminan linear 
yang berdasarkan pada perhitungan rerata sampel setiap kelas, 
kemudian mengurangi jumlah sampel kelas untuk menghitung 
matriks covariance dan menganggapnya sebagai hasilnya. 
Klasifikasi LDA mengasumsikan bahwa data distribusi untuk 
setiap kelas berbagi matriks covariance yang sama. LDA 
melakukan multivarians Gaussian pada setiap kelas dan 
menerapkan aturan Bayes untuk tujuan klasifikasi. Nilai 
Gaussian diperoleh dengan mengumpulkan matriks 
covariance untuk beberapa kelas yang berbeda (sehingga 
classifier yang dihasilkan akan linear). Untuk setiap kelas c, 
sampel data ditentukan berdasarkan distribusi multivarian 
Gaussian, dengan matriks covariance, ∑, dan rerata, µc, 
tertentu. Asumsi matriks covariance untuk masing-masing 
kelas serupa sehingga distribusi dari masing-masing kelas 
memiliki bentuk linear. Kemudian, fungsi diskriminan linear 
untuk masing-masing kelas ditentukan sebagai (7) [21]. 

    
 ∑    

 

 
  
 ∑       (

  

 
)      (7) 

dengan n merupakan jumlah dari keseluruhan data dan nc 

merupakan jumlah data dari masing-masing kelas c. Data 

sampel diklasifikasi berdasarkan nilai fungsi linear yc terbesar. 

2) Support Vector Machine (SVM): Dalam studi ini, SVM 

digunakan untuk melakukan klasifikasi kelas emosi pada 

sinyal EEG. Prinsip kerja utama dari SVM adalah dengan 

menentukan hyperplane yang optimal untuk memisahkan data 

uji coba [25]. Hyperplane yang dikatakan optimal adalah 

hyperplane dengan jarak d terbesar antara dua sampel data 

pelatihan. Hyperplane optimal terletak tepat di tengah antara 

dua kelas. Sampel pelatihan terdekat yang berada paling dekat 

dengan hyperplane disebut support vector. Hyperplane yang 

optimal diperoleh dengan memaksimalkan margin (d) melalui 

Lagrange multiplier, y itu  L     w       α . Vektor w yang 

menentukan hyperplane optimal dapat diberikan sebagai 

kombinasi linear dari vektor data pelatihan. 

   ∑      
 
              .   (8) 

Secara garis besar, proses pelatihan pada metode SVM 

bertujuan untuk mencari support vector untuk menentukan 

hyperplane yang optimal. Untuk klasifikasi SVM pada 

makalah ini, algoritme sequential minimum optimization 

digunakan untuk membangun model klasifikasi dengan kernel 

polinomial [26]. 

III. HASIL EKSPERIMEN  

Pada makalah ini, evaluasi terhadap MC-FDA diterapkan 

pada dataset publik SEED. Mengingat bahwa dataset SEED 

terdiri atas lima belas subjek yang dilakukan perekaman EEG 

sebanyak tiga sesi dengan rentang waktu satu hingga dua 

minggu, maka strategi evaluasi pada studi ini terbagi atas tiga 

skenario uji coba, yang meliputi: (a) uji coba pada setiap 

subjek, (b) uji coba pada setiap sesi, dan (c) uji coba pada 

keseluruhan data.  

TABEL I 

HASIL AKURASI (%)  PENGENALAN EMOSI PADA TIAP SUBJEK  

Subjek 
SVM LDA 

Asli PCA MC-FDA Asli PCA MC-FDA 

S01 68,9 77,8 100 57,8 84,4 100 

S02 73,3 68,9 100 64,4 75,6 100 

S03 75,6 75,6 100 62,2 77,8 100 

S04 75,6 71,1 100 60,0 82,2 100 

S05 73,3 68,8 100 57,8 73,3 100 

S06 82,2 80,0 100 71,1 75,6 100 

S07 93,3 93,3 100 95,6 95,6 100 

S08 93,3 93,3 100 86,7 93,3 100 

S09 82,2 93,3 100 80,0 82,2 100 

S10 71,1 80,0 100 66,7 73,3 100 

S11 82,2 86,6 100 73,3 84,4 100 

S12 75,6 80,0 100 71,1 82,2 100 

S13 86,7 86,7 100 71,1 86,7 100 

S14 86,7 91,1 100 80,0 91,1 100 

S15 91,1 95,5 100 93,3 95,5 100 

Rerata 80,7 82,8 100 72,7 83,5 100 

Pada setiap skenario, dihitung akurasi pada ciri asli 

sebelum dilakukan reduksi dimensi, ciri yang direduksi 

dengan metode PCA, dan ciri yang direduksi dengan metode 

MC-FDA. Untuk tujuan klasifikasi emosi, digunakan metode 

SVM dan LDA. Ukuran akurasi dihitung berdasarkan jumlah 

data yang berhasil diprediksi dengan benar dibandingkan 

dengan jumlah keseluruhan data. Metode uji coba yang 

diterapkan menggunakan validasi silang dengan 5-fold untuk 

membagi data ke dalam data pelatihan dan data uji coba.  

A. Hasil Uji Coba pada Skenario Setiap Subjek 

Jumlah data pada setiap subjek terdiri atas 45 sampel data, 

yang terbagi sama ke dalam tiga kelas emosi (lima belas data 

untuk setiap kelas emosi). Pada skenario ini, dua belas 

elektrode dilibatkan dalam ekstraksi ciri, sehingga dimensi 

dari vektor ciri adalah 5 kanal frekuensi × 12 elektrode. Maka 

dimensi vektor ciri per subjek adalah 45 × 60. Tabel I 

menunjukkan hasil akurasi klasifikasi emosi di setiap subjek. 

Hasil pengukuran akurasi antar subjek memiliki hasil yang 

beragam pada klasifikasi data vektor ciri awal sebelum 

direduksi. Pengukuran akurasi klasifikasi dengan metode 

SVM dan LDA pada semua subjek tidak ditemui perbedaan 

yang signifikan. Pada klasifikasi data setelah direduksi dengan 

metode PCA dan klasifikasi SVM, beberapa subjek 

mengalami penurunan akurasi dibandingkan akurasi pada data 

asli, yaitu pada S02, S04, dan S06. Sementara pada klasifikasi 

LDA dengan metode PCA, seluruh subjek mengalami 

peningkatan akurasi. Sementara, hasil akurasi data yang 

direduksi dengan MC-FDA, baik menggunakan klasifikasi 

SVM maupun LDA, nilai akurasi meningkat hingga mencapai 

100% pada seluruh subjek. Ditinjau dari hasil rerata akurasi di 

semua subjek dengan SVM, terlihat peningkatan akurasi dari 

data asli ke PCA sebesar 2,08 poin, sementara kenaikan dari 

data asli ke MC-FDA sebesar 19,3 poin. Pada rerata akurasi 

hasil klasifikasi LDA, kenaikan akurasi dari data asli ke PCA 

sebesar 10,8 poin, sementara dari data asli ke MC-FDA 

meningkat sebesar 27,3 poin.  
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Gbr. 2 Hasil akurasi pengenalan emosi untuk uji coba per- sesi pengambilan 

data. 

B. Hasil Uji Coba pada Skenario per Sesi  

Perekaman data EEG pada subjek dilakukan selama tiga 

sesi yang berbeda. Pada setiap sesi, subjek diberi stimulasi 

lima belas klip film yang serupa dengan urutan yang berbeda.  
Pada skenario setiap sesi, seluruh subjek dikumpulkan 

berdasarkan sesi untuk melihat hasil akurasi pengenalan 
emosi, sehingga jumlah data pada skenario ini sebanyak 15 
subjek × 15 klip film, yakni 225 data EEG. Untuk elektrode 
yang dilibatkan adalah dua belas elektrode yang sama dengan 
skenario per subjek, sehingga ukuran dimensi data adalah 5 
kanal frekuensi × 12 elektrode, yakni 225 × 60 vektor ciri data 
asli pada tiap sesi.  

Gbr. 2 mengilustrasikan hasil klasifikasi emosi yang terbagi 

dalam tiga sesi. Secara umum, tidak terlihat perbedaan yang 

signifikan antara klasifikasi dengan metode SVM dan LDA 

untuk semua sesi dan uji coba. Dari rerata akurasi setiap sesi, 

sesi 1 memperoleh akurasi yang paling baik, disusul kemudian 

dengan sesi 3 dan sesi 2.  Pada setiap sesi, akurasi metode 

MC-FDA tampak unggul dibanding metode PCA dan data 

asli.  

C. Hasil Uji Coba pada Skenario Seluruh Data 

Jumlah keseluruhan data pada dataset SEED adalah 675 

baris, yang mencakup lima belas subjek tiga sesi pengambilan 

data dan lima belas klip film stimulasi. Dimensi vektor ciri 

pada skenario seluruh data melibatkan 12, 6, dan 4 elektrode, 

sehingga jumlah ciri secara berurutan adalah 60, 30, dan 20.  

Uji coba dengan melibatkan jumlah elektrode yang berbeda 

bertujuan untuk memperlihatkan dampak jumlah elektrode 

terhadap akurasi. Gbr. 3 menunjukkan hasil akurasi pada 

masing-masing jumlah elektrode yang terlibat. Dari data 

percobaan, pada dua belas elektrode dicapai hasil akurasi 

terbaik, sementara pada empat elektrode mendapat akurasi 

rendah. Akurasi terbaik dari seluruh skenario ini pada metode 

MC-FDA dengan klasifikasi LDA dan jumlah elektroda 12, 

yakni 93,3%. Sementara dengan metode PCA akurasi terbaik 

dicapai pada dua belas elektrode dengan klasifikasi SVM, 

yakni sebesar 78,4%. Pada seluruh elektrode, metode PCA 

mengalami penurunan akurasi terhadap data asli di semua 

jumlah elektrode, sedangkan metode MC-FDA tampak 

bekerja dengan baik dalam meningkatkan akurasi terhadap 

data asli. Secara rerata (dari SVM dan LDA) kenaikan dari 

data asli ke MC-FDA untuk dua belas elektrode sebesar 3,5 

poin, sedangkan dari data asli ke metode PCA terjadi 

penurunan akurasi sebesar 12,8 poin.  

 
Gbr. 3 Hasil akurasi pengenalan emosi dari seluruh dataset dengan jumlah 

elektrode yang berbeda. 

IV. PEMBAHASAN 

Pada bab ini, beberapa temuan penting dari hasil uji coba di 

bagian sebelumnya diuraikan. Berdasarkan uji coba pada 

seluruh skenario, penerapan metode reduksi dimensi MC-

FDA terlihat mampu memberikan kontribusi peningkatan 

akurasi terhadap vektor ciri asli. Metode MC-FDA juga 

terlihat memberikan kenaikan akurasi pengenalan emosi yang 

lebih baik bila dibandingkan dengan PCA, baik menggunakan 

klasifikasi SVM maupun LDA. Pada hasil skenario uji coba 

dalam setiap subjek yang ditunjukkan pada Tabel I, metode 

MC-FDA menunjukkan hasil akurasi klasifikasi mencapai 

100% akurasi. Hasil peningkatan akurasi yang serupa juga 

diperoleh pada skenario uji coba setiap minggu dan 

keseluruhan data. Baik menggunakan klasifikasi SVM 

maupun LDA, metode MC-FDA mengungguli hasil metode 

PCA dalam hal akurasi pengenalan emosi. Hal ini 

membuktikan bahwa metode MC-FDA mampu bekerja 

dengan baik untuk meningkatkan kinerja akurasi pengenalan 

emosi dari sinyal EEG dengan tetap mempertahankan 

sebanyak mungkin informasi elektrode yang dilibatkan. 

Pada skenario uji coba per sesi dapat dilihat bahwa bar plot 

biru sesi minggu ke-1 dalam setiap uji coba mengungguli hasil 

akurasi untuk pengenalan emosi pada sesi minggu ke-2 dan 

ke-3. Sementara pada skenario uji coba untuk keseluruhan 

data, terbukti terdapat dampak terhadap akurasi klasifikasi 

dari jumlah elektrode yang dilibatkan dalam identifikasi. Hasil 

menunjukkan bahwa semakin besar jumlah elektrode yang 

dilibatkan, akurasi pengenalan emosi semakin meningkat. 

Pada dasarnya, baik metode PCA maupun MC-FDA bekerja 

berdasarkan nilai eigen dan vektor eigen untuk membentuk 

proyeksi linear untuk memperoleh dimensi ciri yang telah 

direduksi. Akan tetapi, perbedaan mendasar dalam hal 
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pemanfaatan label kelas dari data antara PCA dan MC-FDA 

memengaruhi hasil proyeksi dari data. Hal tersebut menjadi 

salah satu penyebab kegagalan PCA bekerja pada reduksi 

dimensi dalam kasus pengenalan emosi ini. Hal lain yang 

mungkin menjadi penyebab adalah kalkulasi inverse dari 

matriks covariance pada metode MC-FDA, seperti terlihat 

pada (6), yang tidak dilakukan pada metode PCA.   

TABEL II 

HASIL UJI DISKRIMINAN (Τ
2
)  UJI COBA SELURUH DATA DENGAN PCA DAN 

MC-FDA 

Jumlah 

elektrode/jumlah 

ciri asli 

Jumlah ciri data 

setelah direduksi  
Koefisien tau (τ

2
) 

PCA MC-FDA PCA MC-FDA 

12 / 60  16 2 0,097 0,728 

6 / 30 10 2 0,036 0,452 

4 / 20 8 2 0,033 0,340 

  
(a) (b) 

Gbr. 4 Hasil scatter plot data pada skenario dua belas elektrode dengan 

metode: (a) MC-FDA dan (b) PCA. 

Untuk membuktikan lebih lanjut perbedaan hasil nilai 

diskriminan dari PCA dan MC-FDA pada uji coba seluruh 

data, perhitungan nilai Wilk’s lambda dilakukan untuk 

mengukur keterpisahan antar kelas dalam data.  Pada Wilk’s 

lambda,  , nilai indeks tau   digunakan sebagai ukuran 

diskriminan. Nilai indeks tau    berada antara 0 hingga 1. 

Semakin besar nilai indeks tau, semakin diskriminan variabel 

dalam dataset. Tabel II menunjukkan uji signifikansi 

diskriminan dari masinng-masing subjek pada metode PCA 

dan MC-FDA. Hasil yang dapat diamati dari rerata nilai 

indeks tau MC-FDA dari semua percobaan pada Tabel II 

mendekati 1, sementara rerata indeks tau PCA mendekati 0.  

Hasil dari uji diskriminan ini mendukung dugaan semula 

bahwa MC-FDA dapat meningkatkan kinerja akurasi 

pengenalan emosi melalui reduksi dimensi. Jumlah ciri setelah 

direduksi pada Tabel II menunjukkan bahwa rerata jumlah 

dimensi ciri dari PCA lebih banyak dibanding jumlah ciri dari 

MC-FDA. Gbr. 4 menunjukkan hasil scatter plot dari data 

PCA dan MC-FDA dari skenario uji coba seluruh data dengan 

dua belas elektrode. Jelas terlihat dari scatter plot pada Gbr. 

4(a), bahwa data hasil MC-FDA terbagi jelas dalam tiga kelas 

dibanding dengan Gbr. 4(b) data hasil PCA. Hasil ini selaras 

dengan hasil uji diskriminan yang ditampilkan pada Tabel II.  

TABEL III 

PERBANDINGAN KINERJA AKURASI TERBAIK DARI STUDI DATASET SEED 

SEBELUMNYA  

Penulis Metode yang diusulkan 
Akurasi 

terbaik (%) 

Zheng dan 

Lu, 2015 [7] 

Ekstraksi ciri menggunakan 

differential entropy 

86,6 

Zheng, 2017 

[15] 

Penentuan pola pengenalan 

emosi dari EEG yang stabil 

untuk banyak dataset 

91,1 

W. Zheng, 

2017 [27] 

Metode group sparse canonical 

correlation analysis (GSCCA) 

untuk seleksi elektroda 

80,2 

Hasil studi ini Reduksi dimensi dengan MC-

FDA 

93,2 

Untuk menunjukkan keunggulan MC-FDA, pada Tabel III 

dipaparkan hasil perbandingan kinerja akurasi pengenalan 

emosi pada makalah-makalah sebelumnya yang memanfaat-

kan dataset publik yang serupa. Berdasarkan Tabel III, terlihat 

jelas bahwa akurasi pendekatan MC-FDA unggul dibanding 

usulan metode sebelumnya. Pada hasil studi dari 

pengembangan pertama kali dataset publik SEED berhasil 

diidentifikasi ciri differential entropy sebagai penciri utama 

dari pengenalan emosi dari sinyal EEG [7]. Selain itu, hasil 

dari investigasi pada kanal frekuensi yang penting untuk 

pengenalan emosi juga ikut dibahas pada penelitian tersebut. 

Pada studi lanjutan, hasil temuan sebelumnya dikembangkan 

dengan melakukan identifikasi pola pengenalan emosi dari 

sinyal EEG yang diterapkan pada lebih dari satu dataset. Hasil 

dari pekerjaan tersebut menunjukkan akurasi 91,1% untuk 

dataset SEED. Sementara, penelitian terdahulu pada usulan 

metode seleksi ciri mengajukan metode pengurangan jumlah 

elektrode yang dilibatkan pada proses klasifikasi dengan 

metode group sparse canonical correlation analysis 

(GSCCA) [27]. Hasil yang diperoleh adalah akurasi 80,2% 

dari delapan elektrode yang mencakup semua kanal frekuensi 

dalam sinyal EEG. Dari ketiga studi sebelumnya pada dataset 

SEED, akurasi yang dihasilkan menunjukkan hasil yang 

paling unggul. Selain itu, jumlah dimensi vektor ciri yang 

relatif rendah, yaitu dua ciri, menyebabkan waktu proses 

pembentukan model klasifikasi, baik untuk data pelatihan 

maupun data uji coba, menjadi lebih cepat.  

V. KESIMPULAN 

Pada studi ini, telah dilakukan investigasi secara sistematis 

untuk menunjukkan peningkatan akurasi pengenalan emosi 

dari sinyal EEG dengan metode reduksi dimensi yang 

diusulkan, MC-FDA. Berdasarkan hasil uji coba di setiap 

skenario, metode MC-FDA berhasil mencapai akurasi terbaik 

untuk pengenalan emosi dengan kelas yang lebih banyak. Dari 

hasil perbandingan metode MC-FDA dan PCA, diperoleh 

bahwa metode MC-FDA mampu bekerja lebih baik dalam 

memberikan peningkatan akurasi klasifikasi emosi dari vektor 

ciri asli, baik dengan SVM maupun LDA. Hal ini menunjuk-

kan bahwa metode MC-FDA berhasil menyelesaikan 
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permasalahan tingginya dimensi pada sinyal EEG untuk kasus 

pengenalan emosi. Selain itu, metode MC-FDA terlihat lebih 

unggul dibanding usulan metode sebelumnya terhadap data 

publik EEG yang sama. Jumlah ciri hasil reduksi dimensi 

metode MC-FDA yang kecil mengakibatkan waktu komputasi 

klasifikasi yang lebih singkat. Oleh sebab itu, metode ini 

dapat dipertimbangkan lebih lanjut untuk diterapkan pada 

pengenalan emosi dari EEG pada sistem yang real-time dan 

pencapaian akurasi yang tinggi.  

Beberapa hal yang masih menjadi tantangan untuk 

diselesaikan pada pekerjaan selanjutnya berkaitan dengan 

mengurangi jumlah elektrode yang dilibatkan. Dari segi 

waktu, persiapan pemasangan perangkat EEG, tingkat 

kenyamanan pengguna dan jumlah ciri yang di ekstrak, 

jumlah elektrode yang terlibat perlu untuk dikurangi terutama 

bagi pengembangan sistem real-time pengenalan emosi dari 

sinyal EEG.  
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