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Abstrak 

Teh dapat dikenal kualitasnya melalui aroma yang dihasilkan. Penelitian klasifikasi teh 

menggunakan e-nose umumnya hanya mendeteksi kualitas aroma menggunakan general sensor 

gas. Namun, adanya redundansi fitur sensor dapat menyebabkan penurunan performa sistem e-

nose. Oleh karena itu diperlukan sebuah sistem yang dapat menyeleksi fitur sehingga performa 

klasifikasi menjadi lebih optimal. Pada penelitian ini dibentuk sistem perangkat lunak yang 

mampu menyeleksi fitur untuk mengoptimalkan performa klasifikasi. Data input untuk sistem 

adalah respon sensor e-nose terhadap 3 kualitas teh hitam dengan jumlah sampel 300. Fitur 

yang diseleksi berupa sensor-sensor pada instrumen e-nose. Proses seleksi fitur dilakukan 

dengan pendekatan wrapper, algoritma ABC digunakan untuk seleksi fitur, kemudian hasil fitur 

yang terpilih dievalusi dengan klasifikasi menggunakan SVM. Hasil sistem ABC-SVM kemudian 

dibandingkan dengan sistem SVM tanpa seleksi fitur. Hasil penelitian menunjukkan bahwa dari 

12 sensor e-nose, sensor yang paling mencirikan teh hitam kualitas 1-3 yaitu sensor TGS 2600, 

TGS 813, TGS 825, TGS 2602, TGS 2611, TGS 832, TGS 2612, TGS 2620 dan TGS 822. 

Sedangkan untuk sensor MQ-7, TGS 826 dan TGS 2610 merupakan sensor yang redundant 

pada sistem dikarenakan gas yang dideteksi oleh 3 sensor tersebut dapat diwakili oleh sensor 

lainnya. Dengan berkurangnya fitur menjadi 9, performa akurasi klasifikasi meningkat 16,7%.  

 

Kata kunci— Seleksi Fitur, Artificial Bee Colony, Support Vector Machine, Klasifikasi. 

 

Abstract 

 Tea quality can be recognized through the aroma it produces. Tea classification using 

e-nose generally only detects aroma using a general gas sensor. However, redundancy of 

sensor features can cause a decreasing in the system performance. Therefore we need a system 

that can select features so the classification performance becomes optimal. A software system of 

feature selection was built to optimize classification performance. Input data for the system is e-

nose sensor response to 3 black tea qualities. The features are sensors on the e-nose instrument. 

Feature selection is implemented using wrapper approach, ABC algorithm is used for feature 

selection, then the selected features are evaluated by SVM classification. The results of the 

ABC-SVM system are then compared with the SVM only system. The results showed that from 

12 e-nose sensors, sensors that most characterized black tea quality were TGS 2600, TGS 813, 

TGS 825, TGS 2602, TGS 2611, TGS 832, TGS 2612, TGS 2620 and TGS 822. Meanwhile, MQ-

7, TGS 826 and TGS 2610 sensors are redundant in the system because the gas detected by the 

3 sensors can be represented by other sensors. With the reduction in features to 9, the 

classification accuracy performance increased by 16.7%. 
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1. PENDAHULUAN 
 

Faktor utama penentu kualitas teh adalah aroma, warna dan rasa, dengan faktor aroma 

merupakan faktor yang paling penting [1]. Umumnya di industri teh, untuk meng-klasifikasi teh 

dilakukan oleh tester teh berdasarkan pertimbangan aroma, warna, rasa, dll. Namun penentuan 

kualitas dan juga jenis teh oleh tester teh ini cenderung bersifat subjektif dan relatif akurasinya. 

Oleh karena itu seiring berkembangnya zaman, diperlukan sebuah instrumen alternatif yang 

dapat menentukan kualitas yaitu electronic nose (e-nose)[2][3].  

 E-nose telah banyak digunakan dalam berbagai bidang di antaranya pada bidang 

kesehatan yaitu identifikasi kanker paru-paru berdasarkan deteksi nafas, pada industri makanan 

yaitu identifikasi teh hijau, kopi, daging sapi dan teh hitam. Pada sistem e-nose penggunakan 

metode pengenalan pola memungkinkan sistem untuk menganalisa aroma kompleks dari sinyal 

sensor [4]. Dalam proses pengenalan pola, respon sensor di preproses untuk menghilangkan 

noise, kemudian diekstraksi fitur yang mencirikan sampel untuk dilakukan identifikasi atau 

klasifikasi sampel. 

Beberapa penelitian yang telah melakukan klasifikasi pada data e-nose yaitu klasifikasi 

kualitas roti dengan KNN, klasifikasi kopi dengan LDA. Penelitian selanjutnya membandingkan 

performa klasifikasi SVM dengan LDA [5] dan juga performa klasifikasi SVM dengan K-NN 

[6][7]. Berdasarkan penelitian tersebut didapatkan bahwa SVM mengungguli LDA dan K-NN 

dalam segi performa, akurasi, dan kemampuan mengklasifikasikan. Kelebihan metode SVM 

diantaranya memiliki performa klasifikasi yang baik berdasarkan pada akurasi tinggi dan error 

pembacaan yang rendah serta memiliki waktu komputasi yang lebih cepat dibandingkan dengan 

metode lainnya dengan hasil akurasi yang masih unggul [8][7]. 

 Kemampuan e-nose tidak hanya terletak pada mesin pengenalan pola untuk klasifikasi 

sampel. Bahkan mesin pengenalan pola akan menghasilkan performa yang optimal jika sinyal 

respon dari setiap sensor dapat diketahui ciri spesifiknya. Namun, pada proses ekstraksi ciri 

adanya kesamaan respon sensor menyebabkan penentuan ciri menjadi tidak spesifik serta 

redundansi fitur sensor, sehingga dapat menurunkan performa mesin pengenalan pola dalam 

melakukan proses klasifikasi. Performa klasifikasi dapat ditingkatkan dengan menghapus fitur 

yang redundant dan tidak relevan dari fitur awal [9]. Feature selection mengekstraksi informasi 

yang relevan dan paling berguna serta mempercepat proses klasifikasi. Oleh karena itu 

dibutuhkan suatu metode untuk melakukan pemilihan subset fitur yang relevan dan 

mengandung paling banyak informasi signifikan saja [10]. 

 Beberapa algoritma optimasi yang biasa digunakan yaitu PSO, ACO dan GA. Salah satu 

algoritma optimasi lainnya yaitu ABC (Artificial Bee Colony) yang merupakan algoritma 

optimasi berdasarkan kecerdasan perilaku lebah madu [11]. Penelitian sebelumnya telah banyak 

melakukan perbandingan performa ABC dengan algoritma optimasi lainnya seperti DE, PSO, 

ACO serta GA, dan didapatkan ABC unggul dalam akurasi, convergence time, computational 

time [12][13]. 

Pada penelitian ini dilakukan optimasi sistem klasifikasi SVM dengan 

mengimplementasikan algoritma ABC untuk seleksi fitur sensor yang redundant, sehingga 

diharapkan performa klasifikasi yang dihasilkan lebih optimal. 

 

 

2. METODE PENELITIAN 
 

2.1 Analisis Sistem  

Dalam proses klasifikasi teh oleh tester teh, terdapat faktor-faktor yang mempengaruhi 

keakuratan hasil klasifikasi yaitu kesubjektifan setiap orang berbeda-beda, pengalaman yang 

berbeda, serta kondisi fisik yang berbeda. Untuk itu diperlukan instrument yang dapat 

melakukan klasifikasi teh secara lebih akurat.  

E-nose merupakan instrument yang bekerja layaknya hidung manusia. E-nose terdiri 

dari larik sensor yang telah terintegrasi untuk mendeteksi gas. Dalam e-nose dibutuhkan sistem 

pengenalan pola untuk mengklasifikasi gas yang telah dideteksi.  
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 Aroma yang ditangkap oleh array sensor gas diubah ke dalam bentuk tegangan 

menjadi respon sensor, respon sensor tersebut dipreposes dan diekstraksi fiturnya untuk 

pemrosesan sinyal lebih lanjut. Namun, adanya kesamaan respon sensor menyebabkan 

redundansi fitur sehingga dapat menurunkan kinerja klasifikasi. Selanjutnya diperlukan 

pemilihan respon sensor yang redundant dan pada data yang kompleks sulit dilakukan pemilihan 

sensor secara manual. 

Oleh karena itu diperlukan sebuah mesin yang mampu menyeleksi sensor yang 

redundant hingga diperoleh sensor-sensor yang mencirikan kualitas teh hitam dengan spesifik, 

sehingga dapat meningkatkan performa dari mesin pengenalan pola dalam meng-klasifikan 

sampel. 

2. 2 Perancangan Sistem 

Instrumen e-nose terdiri dari perangkat keras dan perangkat lunak. Perangkat keras e-

nose tersusun atas perangkat elektronik untuk mengubah aroma menjadi sinyal keluaran dalam 

bentuk respon sensor. Sedangkan perangkat lunak merupakan sistem yang dirancang untuk 

pemrosesan respon sensor lebih lanjut hingga sistem dapat mengidentifikasi aroma sampel yang 

diberikan. Gambaran instrumen e-nose pada sistem ditunjukkan dalam bentuk diagram blok 

pada Gambar 1. 

 

 

 

 

 

 

 

 

 

 

 

Gambar 1 Diagram Blok E-nose 
 

Sensor-sensor yang digunakan pada instrumen e-nose berjumlah 12 yang terdiri dari 

MQ-7, TGS 2600, TGS 813, TGS 825, TGS 2602, TGS 826, TGS 2610, TGS 2611, TGS 832, 

TGS 2612, TGS 2620 dan TGS 822. Respon sensor terdiri dari sinyal respon yang terbentuk 

dari aroma yang berhasil ditangkap oleh masing-masing sensor (S1,S2,...S12) dan diubah 

menjadi besaran tegangan dengan waktu setiap proses sniffing. Proses sniffing merupakan 

proses yang membentuk respon sensor agar terlihat responnya terhadap aroma. Respon sensor e-

nose dapat dilihat pada Gambar 2. 

 

 

 

 

 

 

 

 

 

 
 

 

Gambar 2 Respon sensor e-nose [14] 
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Respon sensor pada Gambar 2 nantinya akan berjumlah 12 dikarenakan jumlah sensor 

yang digunakan yaitu 12. Respon sensor ini kemudian diolah berdasarkan rancangan sistem 

pada Gambar 3. 

 

 

 

 

 

 

 

 

 

      (a)                                                      (b) 

Gambar 3 Rancangan sistem (a) tanpa dan (b) dengan seleksi fitur 

 

Terdapat dua rancangan sistem yaitu tanpa seleksi fitur dan dengan seleksi fitur. Sistem 

yang tanpa seleksi fitur diawali dengan pembacaan data respon sensor e-nose. Kemudian 

dilakukan preprocessing dengan mengurangi repon sensor dengan nilai baseline agar data 

respon sensor lebih berskala. Setelah preprocessing, dilakukan ekstraksi fitur menggunakan 

metode maksimum.  Lalu setelah ekstraksi fitur, dilakukan klasifikasi menggunakan metode 

SVM. Pada sistem dengan seleksi fitur, setelah ekstraksi fitur dilakukan seleksi fitur 

menggunakan metode ABC. Seleksi fitur dilakukan untuk menyeleksi fitur sensor yang 

redundant sehingga diperoleh fitur yang mencirikan kualitas teh hitam paling spesifik. Seleksi 

fitur digunakan dengan pendekatan wrapper, dimana setiap kombinasi fitur yang terpilih 

dievaluasi dengan dimasukkan ke proses klasifikasi yang menggunakan metode SVM. Hasil 

seleksi fitur berupa kombinasi sensor yang dapat menghasilkan akurasi klasifikasi maksimal. 

Klasifikasi dilakukan menggunakan metode SVM. Terdapat dua tahap dalam proses klasifikasi 

yaitu, tahap pelatihan dan pengujian. Proses pelatihan bertujuan untuk mendapatkan nilai bobot 

yang mencirikan masing-masing sampel teh dan akan menjadi acuan sistem untuk melakukan 

pengelompokan. Setelah didapatkan nilai bobot yang tepat bagi semua sampel pelatihan, 

selanjutnya dilakukan proses pengujian dengan keluaran berupa hasil klasifikasi. 

2. 2.1 Seleksi Fitur 

Proses seleksi fitur yang dilakukan pada penelitian ini yaitu menggunakan algoritma 

ABC. Seleksi fitur dilakukan dengan pendekatan wrapper, dimana dalam pendekatan ini 

dibutuhkan suatu algoritma model pembelajaran dan seleksi fitur dilakukan dengan tujuan 

meningkatkan kemampuan generalisasi model pembelajaran tersebut [15]. Seleksi fitur 

dilakukan untuk menyeleksi fitur yang relevan serta signifikan berpengaruh terhadap klasifikasi 

sehingga dapat meningkatkan performa klasifikasi. 

Berikut merupakan contoh alur proses seleksi fitur menggunakan algoritma ABC sesuai 

dengan masalah yang penulis angkat dengan nilai parameter berbeda. 

Pertama, dilakukan inisialisasi parameter kontrol berupa colony size (𝐶), maksimum 

siklus (𝑇), dan limit. Contoh : 𝐶 = 6; 𝑇 = 2; 𝑙𝑖𝑚𝑖𝑡 = 2. Dimensi dari permasalahan yang akan 

diselesaikan adalah 12. 

Kemudian dilakukan inisialisasi populasi awal (𝑃) yang berisi nilai random yang 

merepresentasikan solusi dengan ukuran matriks 𝑁𝑝 × 𝐷, dimana 𝑁𝑝 = 𝐶/2. 

𝑃 = [
−0,5 0,1 1,2
   2,1 1,5 −1,7
−3,5  −0,7 2,4

     
−2,3 0,4
−0,2 0,8
1,3 −0,2

    
1,7
3,5

−2,2
     

0,8 −0,3  −1,7
−1,2 0,8 3,7
−0,6 1,4 0,7

     
1 −0,4 1,5

0,5 2 0,9
−0,1  −1,6 3

] 

 

Populasi awal tersebut kemudian nilainya dijadikan representasi pemilihan sensor. Apabila 

bilangan pada populasi bernilai < 0 maka sensor tersebut tidak dipilih atau representasi nilai 
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tersebut menjadi biner 0. Apabila bernilai ≥ 0, maka sensor tersebut dipilih atau representasi 

nilai tersebut menjadi biner 1. 

𝑦(1) = [0 1 1    0 1 1    1 0 0    1 0 1] 
𝑦(2) = [1 1 0    0 1 1    0 1 1    1 1 1] 
𝑦(3) = [0 0 1    1 0 0    0 1 1    0 0 1] 

Setelah nilai pada populasi awal telah direpresentasikan menjadi biner yang mewakili 

pemilihan sensor, dilakukan perhitungan objective function (𝑓) dan fitness value (𝑓𝑖𝑡). 

Objective function pada permasalahan merupakan fungsi yang nilainya akan dioptimalkan yaitu 

akurasi klasifikasi SVM.  

𝑦(1) = [0 1 1    0 1 1    1 0 0    1 0 1]   

Sensor 2, 3, 5, 6, 7, 10 dan 12 dipilih 

Klasifikasi dilakukan dengan data respon sensor yang digunakan hanya data respon 

sensor yang dipilih. Misal didapatkan akurasi sebagai berikut : 

𝑎𝑐𝑐. 𝑡𝑟𝑎𝑖𝑛 = 96   𝑎𝑐𝑐. 𝑡𝑒𝑠𝑡 = 90  

𝑓 =
1

𝑎𝑐𝑐.𝑡𝑟𝑎𝑖𝑛+𝑎𝑐𝑐.𝑡𝑒𝑠𝑡
           𝑓𝑖𝑡 =  

1

1+𝑜𝑏𝑗.𝑓𝑢𝑛𝑐
  

𝑓(1) = 0,0053                                   𝑓𝑖𝑡(1) = 0,9947  

𝑓(2) = 0,0062                                   𝑓𝑖𝑡(2) = 0,9938  

𝑓(3) = 0,0051                                   𝑓𝑖𝑡(3) = 0,9949  

Berdasarkan nilai tersebut solusi yang menghasilkan akurasi terbaik berada pada P(3). 

Selanjutnya masuk ke 3 fase pada algoritma ABC yaitu employed bee, onlooker bee dan scout 

bee. Pada fase employed bee dilakukan update solusi untuk semua solusi pada populasi awal. 

Proses pembentukan solusi baru dapat dilihat pada berikut. 

𝑃(1) = [−0,5 0,1 1,2   −2,3 0,4 1,7   0,8 −0,3 −1,7   1 −0,4 1,5]  

𝑛 = 1        𝑗 = 1          𝑝 = 3  

Pertama dilakukan pemilihan secara random indeks variable yang akan diubah (𝑗) serta 

solusi partner (𝑝) untuk pembentukan solusi baru, 𝑛 merupakan indeks solusi yang akan 

diperbarui. Setiap pemilihan 𝑝, dilakukan pengecekan nilai 𝑝 ≠ 𝑛 karena solusi partner tidak 

boleh sama dengan solusi yang akan diperbarui. Variabel ∅ merupakan nilai random antara (-

1,1). 

𝑥𝑛𝑒𝑤 = 𝑥𝑖𝑗 + ∅(𝑥𝑖𝑗 − 𝑥𝑝𝑗)  

𝑥𝑛𝑒𝑤 = (−0,5) + 0,9((−0,5) − (−3,5))   

 𝑥𝑛𝑒𝑤 = 2,2 

𝑃(1) = [2,2 0,1 1,2   −2,3 0,4 1,7   0,8 −0,3 −1,7   1 −0,4 1,5]  

𝑦(1) = [1 1 1    0 1 1    1 0 0    1 0 1]  

Kemudian dihitung objective function (𝑓) dan fitness value (𝑓𝑖𝑡) dari kandidat solusi baru. 

Misal didapatkan sebagai berikut: 

𝑓(1) = 0,0051                                   𝑓𝑖𝑡(1) = 0,9949  

Selanjutnya dilakukan greedy selection antara solusi lama dan kandidat solusi baru. 

Karena kandidat solusi baru nilai fitness-nya lebih besar dari solusi lama, maka kandidat solusi 

baru dimasukkan dalam populasi, sehingga populasi menjadi seperti berikut: 

𝑃 = [
2,2 0,1 1,2

   2,1 1,5 −1,7
−3,5  −0,7 2,4

    
−2,3 0,4
−0,2 0,8
1,3  −0,2

    
1,7
3,5

−2,2
     

0,8  −0,3 −1,7
−1,2 0,8 3,7
−0,6 1,4 0,7

    
1 −0,4 1,5

0,5 2  0,9
−0,1 −1,6 3

] 

Apabila kandidat solusi baru fitness-nya lebih kecil dari solusi lama, maka kandidat solusi 

tersebut tidak dimasukkan dalam populasi dan nilai 𝑡𝑟𝑖𝑎𝑙 solusi tersebut bertambah 1. 

 Pada fase onlooker bee, solusi yang akan diupdate dipilih berdasarkan nilai probability 

nya. Apabila probabilitynya lebih besar dari angka random yang sudah ditentukan, maka solusi 

tersebut diperbarui. Pada fase ini juga dilakukan greedy selection. Prosedur pada fase onlooker 

bee dapat dilihat sebagai berikut: 
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𝑝𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦 = 𝑎 ×
𝑓𝑖𝑡

max(𝑓𝑖𝑡)
+ 𝑏,         𝑎 + 𝑏 = 1  

𝑝𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦 (2) = 0,9 ×
0,9938

0,9949
+ 0,1  

𝑝𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦 (2) = 0,999  

𝑟𝑎𝑛𝑑 = 0,851  

Karena kondisi 𝑟𝑎𝑛𝑑 < 𝑝𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦 terpenuhi, maka solusi 𝑃(2) akan diperbarui. Prosedur 

pembentukan solusi baru pada fase onlooker bee sama dengan fase employed bee. 

 Pada fase scout bee, solusi yang diperbarui merupakan solusi yang telah melebihi nilai 

maximum limit dalam trial update solusi. Pada fase ini, dibentuk solusi baru secara random 

seperti pada inisialisasi populasi awal. 

Inputan untuk sistem seleksi fitur merupakan matriks hasil ekstraksi ciri dengan ukuran 

300×12. Pada setiap fase ABC akan disimpan solusi yang menghasilkan akurasi paling bagus 

sehingga dicari nilai objective function minimum, karena objective function dihasilkan dari 

persamaan (1). Output dari seleksi fitur menggunakan ABC yaitu berupa fitur sensor terpilih 

yang menghasilkan objective function paling minimum. Persamaan (2) merupakan persamaan 

untuk menghitung fitness value. 

𝑓 =
1

(𝑎𝑐𝑐𝑢𝑟𝑎𝑐𝑦.𝑚𝑜𝑑𝑒𝑙.𝑡𝑟𝑎𝑖𝑛+𝑎𝑐𝑐𝑢𝑟𝑎𝑐𝑦.𝑚𝑜𝑑𝑒𝑙.𝑡𝑒𝑠𝑡)
     (1) 

𝑓𝑖𝑡𝑖 = {

1

1+𝑓𝑖
                  𝑖𝑓 𝑓𝑖 ≥ 0

1 + 𝑎𝑏𝑠(𝑓𝑖)       𝑖𝑓 𝑓𝑖 < 0
       (2) 

Jumlah koloni lebah pada ABC diinisiasikan sebesar 60, maksimum limit diinisiasikan 

sebesar 100 dan maksimum siklus sebesar 50 sebagai termination criteria. Flowchart rancangan 

sistem seleksi fitur dapat dilihat pada Gambar 4. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 
 

 

 

Gambar 4 Flowchart rancangan sistem seleksi fitur 
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2. 2.2 Klasifikasi 

Pada penelitian ini proses klasifikasi dilakukan menggunakan algoritma support vector 

machine (SVM). Dalam proses klasifikasi terdapat 2 tahap yaitu pelatihan dan pengujian. Untuk 

itu pada proses ini digunakan holdout cross validation dengan partisi data latih 90% dan data uji 

10%. Inputan pada proses klasifikasi terdapat 2 macam yaitu data hasil seleksi fitur dan data 

hasil ekstraksi fitur. Blok diagram rancangan sistem klasifikasi dapat dilihat pada Gambar 5. 

 
 

 

 

 

 

 

 

 

 

 

Gambar 5 Diagram blok rancangan sistem klasifikasi 

2. 2.3 Prosedur Pengumpulan Data 

 Data yang digunakan pada penelitian ini menggunakan data teh hitam dari penelitian 

sebelumnya [14]. Data yang digunakan merupakan pengukuran intensitas aroma menggunakan 

12 array sensor yaitu MQ-7, TGS 2600, TGS 813, TGS 825, TGS 2602, TGS 826, TGS 2610, 

TGS 2611, TGS 832, TGS 2612, TGS 2620 dan TGS 822. Data yang digunakan diperoleh dari 

respon 12 sensor e-nose untuk teh hitam dengan tiga jenis kualitas, dimana setiap sampel teh 

(BPO, BOP-II dan Bohea) diolah menggunakan e-nose dengan waktu tertentu.  

Interval pengambilan nilai respon sensor yang digunakan pada e-nose adalah setiap satu 

detik. Durasi fase collecting dan purging adalah 140 detik, sehingga nilai respon yang diambil 

dalam satu kali siklus penciuman adalah 140 nilai untuk setiap respon sensor. Setiap siklus 

sniffing menghasilkan data matriks yang berdimensi 140×12 (nilai respon sensor x jumlah 

sensor). Setiap kualitas terdiri dari 10 file dan dalam 1 file pembacaan sensor terdapat 10 siklus. 

Sehingga untuk setiap kualitas, data sampel berukuran 14000×12.  

Respon sensor kemudian di preproses dengan mengurangi data pada setiap siklus 

dengan baseline masing-masing siklus, sehingga hasil dari preprocessing berupa data yang 

berskala dengan nilai awal 0 untuk semua siklus. 

Setelah preprocessing, data diekstraksi fiturnya untuk setiap siklus sniffing dengan 

diambil nilai maksimum pembacaan sensor. Sehingga dimensi data untuk setiap siklus menjadi 

1×12. Setiap kualitas menghasilkan data dengan dimensi 100×12, sehingga total data hasil 

ekstraksi fitur berukuran 300×12.  

 Data hasil ekstraksi fitur kemudian dijadikan input seleksi fitur dan juga input sistem 

klasifikasi tanpa seleksi fitur. Data dipartisi menggunakan holdout cross validation dengan 

partisi data latih 90% dan data uji 10%. Sehingga dari 300 data, 270 data digunakan untuk 

pelatihan dan 30 data untuk pengujian.  

 Output dari sistem klasifikasi dengan seleksi fitur berupa fitur sensor yang terpilih serta 

performa prediksi klasifikasi dengan fitur sensor yang digunakan hanya yang terpilih saja. 

Performa klasifikasi berupa nilai akurasi didapatkan dari confusion matrix.  

 Output dari sistem klasifikasi tanpa seleksi fitur berupa performa prediksi klasifikasi 

dengan menggunakan semua fitur sensor yang berjumlah 12 sensor. Performa klasifikasi berupa 

nilai akurasi didapatkan dari confusion matrix.  Pada pengujian dilakukan variasi parameter 

SVM berupa fungsi kernel dan parameter ABC berupa jumlah koloni lebah serta variasi partisi 

pada holdout cross validation. 

Data Input Data Slicing

Data latih

Data uji

Pelatihan 

SVM

SVM 

Classifier

Hasil 

Klasifikasi
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3. HASIL DAN PEMBAHASAN 

3.1 Hasil Preprocessing dan Ekstraksi Fitur 

 Preprocessing respon sensor dilakukan dengan manipulasi baseline. Metode yang 

digunakan yaitu metode difference, dimana nilai setiap sensor akan dikurangi dengan baseline 

masing-masing sensor.  Hal ini dilakukan agar respon sensor memiliki skala awal yang sama, 

sehingga dapat dilihat perubahan nilai sensor.  Hasil preprocessing dapat dilihat pada Gambar 6. 

 

       

 

 

 

 

 

 

 

 

 

 
(a)                               (b) 

Gambar 6 Respon sensor (a) sebelum dan (b) setelah preprocessing 

Pada Gambar 6 (b) dapat dilihat bahwa hasil dari preprocessing yaitu skala awal untuk setiap 

sensor  menjadi sama untuk semua sensor yaitu pada nilai 0, sehingga respon sensor menjadi 

berskala. Preprocessing ini dilakukan untuk semua data yang digunakan pada penelitian. 

 Data hasil preprocessing kemudian diekstraksi fiturnya menggunakan metode 

maksimum. Metode maksimum dilakukan dengan mengambil nilai puncak dari masing-masing 

sensor. Dengan dilakukannya ekstraksi fitur, dimensi data yang sebelumnya 140×12 menjadi 

1×12 untuk setiap siklus collecting dan purging. Total dimensi data hasil ekstraksi fitur menjadi 

300×12 untuk ketiga kualitas teh. Hasil ekstraksi fitur dapat dilihat pada Gambar 7. 

 

 

 

 

 

 

 

 

 

 

 

 

Gambar 7 Hasil ekstraksi fitur 
 

Dari gambar di atas terlihat bahwa teh kualitas 1 dan 2 polanya cenderung sama, 

sedangkan untuk teh kualitas 3 polanya berbeda karena cenderung lebih besar dibandingkan 

dengan dua kualitas lainnya. Maka dalam proses klasifikasi, prediksi teh kualitas 3 akan lebih 

mudah dikarenakan polanya cukup berbeda dibandingkan teh kualitas 1 dan 2 yang polanya 

mirip. 
 

3.2 Hasil Pengujian Sistem 

 Seleksi fitur dilakukan dengan control parameter sesuai dengan rancangan sistem 

dimana colony lebah berjumlah 60, limit 100 dan maksimum iterasi 50. Seleksi fitur dilakukan 

pada data hasil ekstraksi fitur.  Proses pengujian sistem dilakukan dengan 4 data partisi yang 
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berbeda untuk variasi kernel SVM dan variasi colony size. Pertama dilakukan pengujian dengan 

𝐶 = 60 untuk 4 data variasi, kemudian dilakukan pengujian dengan variasi 𝐶 = 20, 𝐶 = 100 

dan 𝐶 = 200. Hal ini dilakukan untuk mengetahui apakah sistem yang dibuat menghasilkan 

performa yang konsisten pada kombinasi data uji dan colony size yang berbeda, serta 

mengetahui bagaimana pengaruh variasi tersebut terhadap performa sistem.   

Setelah dilakukan pengujian dengan 4 variasi colony size dan partisi data, diperoleh 

hasil bahwa masing-masing data partisi memberikan hasil optimal pada colony size yang 

berbeda. Data partisi 1 dan 2 memberikan hasil optimal pada 𝐶 = 200, data partisi 3 pada 𝐶 =
60 dan data partisi 4 mampu memberikan hasil optimal pada 𝐶 = 20. Oleh karena itu akan 

dipakai hasil pada 𝐶 = 200 dikarenakan pada variasi tersebut keempat data partisi sudah 

menghasilkan performa paling optimal. Hasil variasi kernel SVM pada 4 data partisi dengan 

𝐶 = 200 dapat dilihat pada Tabel 1-4. 
 

Tabel 1 Variasi Kernel pada Data Partisi 1 

Variasi 

Kernel 

ABC-SVM SVM 
Best Value 

TRAIN TEST TRAIN TEST 

linear 75,6% 80% 78,1% 63,3% 2-3-6-8-9-12 

rbf 97,4% 80% 100% 56,7% 1-3-4-5-8-9-11-12 

polynomial 99,6% 86,7% 100% 76,7% 1-3-4-6-7-9-10-11-12 

 

Tabel 2 Variasi Kernel pada Data Partisi 2 

Variasi 

Kernel 

ABC-SVM SVM 
Best Value 

TRAIN TEST TRAIN TEST 

linear 80% 83,3% 81,1% 66,7% 1-2-3-4-5-8-9-10-11-12 

rbf 96,7% 90% 100% 76,7% 1-2-3-4-5-6-8-9 

polynomial 99,6% 96,7% 99,6% 70% 2-3-4-5-6-8-9-10-11-12 

Tabel 3 Variasi Kernel pada Data Partisi 3 

Variasi 

Kernel 

ABC-SVM SVM 
Best Value 

TRAIN TEST TRAIN TEST 

linear 75,6% 90,0% 77,8% 80,0% 1-2-4-7-9-10-11-12 

rbf 95,2% 87% 100% 66,7% 1-2-4-7-8-11-12 

polynomial 98,5% 96,7% 100% 76,7% 2-4-5-6-8-9-10-11-12 

Tabel 4 Variasi Kernel pada Data Partisi 4 

Variasi 

Kernel 

ABC-SVM SVM 
Best Value 

TRAIN TEST TRAIN TEST 

linear 74,8% 90% 77,4% 80% 1-2-3-4-6-9-11-12 

rbf 98,9% 90% 100% 73,3% 1-2-4-5-6-8-9-11-12 

polynomial 98,5% 96,7% 100% 80% 2-3-4-5-8-9-10-11-12 

 

Variasi kernel dilakukan untuk 3 kernel SVM yaitu linear, rbf dan polynomial. 

Berdasarkan variasi kernel dapat dilihat bahwa kernel yang menghasilkan performa baik pada 

sistem adalah kernel rbf dan polynomial dengan jumlah fitur yang dikurangi berkisar antara 3-5 

fitur. Rata-rata performa sistem hasl variasi untuk 4 data partisi dapat dilihat pada Tabel 5. 

Tabel 5 Rata-Rata Performa Sistem Hasil Variasi pada 4 Data Partisi 

Variasi 

Kernel 

ABC-SVM SVM 

TRAIN TEST TRAIN TEST 

linear 76,5% 85,8% 78,6% 72,5% 

rbf 97,1% 87% 100% 68,4% 

polynomial 99% 94,2% 99,9% 75,9% 
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Berdasarkan Tabel 5 dapat dilihat bahwa saat kernel polynomial digunakan kemampuan 

prediksi sistem ABC-SVM menghasilkan performa paling bagus dengan rata-rata akurasi 

pengujian 94,2%. Kemudian dilakukan variasi partisi data pada holdout cv yaitu untuk data latih 

sebanyak 70%, 80% dan 90%. Hasil variasi dapat dilihat pada Tabel 4. 

Tabel 4 Variasi Holdout CV  

Variasi 

Holdout CV 

ABC-SVM SVM 
Best Value 

TRAIN TEST TRAIN TEST 

70% latih 98,6% 80% 100% 68,9% 1-2-3-4-5-6-9-11-12 

80% latih 96,7% 85% 100% 73,3% 1-3-4-5-6-9-11-12 

90% latih 98,5% 96,7% 100% 80% 2-3-4-5-8-9-10-11-12 
 

Variasi partisi data pada holdout CV dilakukan dengan parameter lainnya menggunakan 

parameter terbaik yang telah didapatkan pada variasi sebelumnya. Dari Tabel 4 dapat dilihat 

bahwa variasi partisi dengan data latih 90% menghasilkan akurasi prediksi yang lebih baik 

dibandingkan dengan partisi data latih 70% dan 80%. Pada partisi data latih 90% sistem ABC-

SVM menghasilkan akurasi prediksi yang paling baik dengan jumlah fitur yang dikurangi 

berjumlah 3 fitur. 

Berdasarkan variasi yang telah dilakukan maka kombinasi parameter dengan hasil 

performa sistem paling optimal yaitu pada 𝐶 = 200, kernel polynomial dan holdout CV dengan 

data latih 90%. Hasil performa sistem paling optimal dapat dilihat pada Gambar 8 dan 9 
 

 

 

 

 

 

Gambar 8 Hasil Sistem Klasifikasi dengan Seleksi Fitur 

 

 

 

 

 

Gambar 9 Hasil Sistem Klasifikasi tanpa Seleksi Fitur 

Berdasarkan Gambar 8 dan 9 dapat dilihat bahwa sistem klasifikasi dengan seleksi fitur 

berhasil meningkatkan performa klasifikasi yang ditunjukkan pada akurasi data test yaitu dari 

nilai 80% meningkat menjadi 96,7%. Peningkatan akurasi sebesar 16,7% dengan hasil fitur 

terbaik berjumlah 9 yaitu sensor 2, 3, 4, 5, 8, 9, 10, 11 dan 12.  

Maka sensor-sensor yang paling mencirikan teh hitam kualitas 1-3 yaitu sensor TGS 

2600, TGS 813, TGS 825, TGS 2602, TGS 2611, TGS 832, TGS 2612, TGS 2620 dan TGS 

822. Sedangkan untuk sensor MQ-7, TGS 826 dan TGS 2610 merupakan sensor yang redundant 

pada sistem dikarenakan gas yang dideteksi oleh 3 sensor tersebut dapat diwakili oleh sensor 

lainnya. 

 

 

4. KESIMPULAN 

Berdasarkan hasil pengujian sistem dapat diambil kesimpulan bahwa telah berhasil 

dirancang sebuah sistem perangkat lunak yang dapat melakukan seleksi fitur untuk optimasi 

klasifikasi data teh hitam. Seleksi fitur oleh algoritma Artificial Bee Colony berhasil menyeleksi 

fitur yang redundant dengan mengurangi jumlah fitur dari 12 menjadi 8 fitur. Peningkatan 

performa yang diperoleh pada sistem klasifikasi dengan seleksi fitur yaitu sebanyak 16,7%, 
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dengan nilai akurasi sistem 96,7% dibandingkan dengan sistem klasifikasi tanpa seleksi fitur 

dengan nilai akurasi 80%. 

 

5. SARAN 

Dilakukan validasi menggunakan k-fold cross validation agar tidak perlu dilakukan 

running beberapa kali untuk menguji sistem dengan data partisi yang berbeda, namun 

diperhatikan waktu komputasinya.  

Mencoba algoritma optimasi yang lain dengan performa lebih baik dari ABC atau sama, 

dikarenakan algoritma ABC memerlukan waktu pemrosesan yang lama serta spesifikasi 

processor yang tinggi. Pemilihan algoritma yang lain dilakukan agar dapat mengefisiensi waktu 

pemrosesan dengan hasil performa yang baik. 

Penelitian selanjutnya juga dapat mengimplementasikan sistem ABC-SVM untuk kasus 

yang lain untuk mengetahui bagaimana performa algoritma dalam kasus lainnya. 
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